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1. Giriş

Dijital büyümede, veri patlaması, en önemli problemdir. Dijital platform-
lar, sosyal medya ortamları ile internetin yoğun kullanımı, verimli bir şekil-
de depolanıp işlenmesi gereken veri miktarını oldukça artırmaktadır (Dimo-
poulou ve Antonini, 2022).

Kısaca, dünya her dakika adeta veri üretimi ile boğulmaktadır. Üstelik 
bu üretim yavaşlamamaktadır. Yalnızca 2012 yılında üretilen veri miktarı 
yaklaşık 2.5 ZB olmuştur. Şekil 1’ de görüldüğü gibi üretilen ticari verilerin 
miktarı ise her yıl artma eğilimindedir. 

Şekil 1. Yıllara bağlı olarak üretilen veri miktarı eğilimi (https://www.atkearney.com/
analytics/ideas-insights/article/-/asset_publisher/hZFiG2E3WrIP/content/big-data-
and-the-creative-destruction-of-today-s-businesmodels/10192?_101_INSTANCE_

hZFiG2E3WrIP_redirect=%2Fanalytics%2Fideas-insights, 27.07.2016)

Şekil 1’ e göre, üretilen veri miktarının %40’lık yıllık bileşik büyüme 
oranına sahip olduğu söylenebilir (https://www.atkearney.com/analytics/
ideas-insights/article/-/asset_publisher/hZFiG2E3WrIP/content/big-da-
ta-and-the-creative-destruction-of-today-s-businesmodels/10192?_101_
INSTANCE_hZFiG2E3WrIP_redirect=%2Fanalytics%2Fideas-insights, 
27.07.2016)

Dünyadaki toplam veri miktarının 2025 yılında 175 ZB’ çıkacağı öngö-
rülmektedir (Liu ve diğerleri, 2023). Istatistiklere dair daha ayrıntılı bir ince-
leme yapılacak olursa şu önemli maddeler listelenebilir:

• Her yıl, 2.5 kentilyon byte veri üretilmektedir.

• Dünyadaki verinin %90’lık kısmı yalnızca son iki yıl içerisinde üre-
tilmiştir.

• 2020 yılındaki veri üretiminin, 2009 yılındaki veri üretimine naza-
ran 44 defa daha büyük olması öngörülmektedir.
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• Dünya çapında üretilen ticari verinin her 1.2 yılda ikiye katlanması 
beklenmektedir.

• Muazzam miktardaki veri girişi, IT altyapılarını zorlamaktadır. Ger-
çekleştirilen son bir araştırmaya göre, yöneticilerin %55’i, bu verilerin IT sis-
temlerini yavaşlattığını söylemektedir.

Yetersiz veri yönetimi, işletmelerin hasılatlarının %35’ ine mal olabilir 
(https://www.atkearney.com/analytics/ideas-insights/article/-/asset_publis-
her/hZFiG2E3WrIP/content/big-data-and-the-creative-destruction-of-to-
day-s-businesmodels/10192?_101_INSTANCE_hZFiG2E3WrIP_redirect=%-
2Fanalytics%2Fideas-insights, 27.07.2016)

Bu koşullar neticesinde ortaya çıkan bilgi yükü yani “büyük veri”, ve-
rinin doğası, üzerinde çalışılacak süreç ve talebe bağlı olarak, büyük veri 
merkezlerinde bulunan server makinelerinde farklı teknolojiler kullanılarak 
organize edilir ve arşivlenir.

IDC (International Data Cosporation)’ ye göre veri depolama merkezleri 
ile ilgili önemli bazı istatistiksel bilgiler de şöyle maddelebilir: 

• Global veri trafiği ile baş etmek için 2012 yılında 500.000 veri merke-
zi var ken bu gün bu rakam 8 milyona ulaşmıştır. 

• Veri depolama merkezlerinin yıllık ürettiği CO2 emisyon miktarı, 
global hava yolu endüstri kuruluşlarının ürettiği miktara çok yaklaşmıştır.

• Her yıl, milyonlarca veri merkezi bir ülke büyüklüğünde elektrik 
enerjisi tüketmektedir. Hatta bazı modeller, kontrolsüz bırakılmaya devam 
edildikleri takdirde 2023 yılında bu veri merkezlerinin, dünya elektrik ener-
jisinden %10’un üzerinde tüketeceklerini öngörmektedir.

• Veri depolama merkezleri tarafından kullanılan elektrik enerjisi her 
4 yılda bir 2 katına çıkmaktadır (Dimopoulou ve Antonini, 2022).

2040 yılına kadar üretilen verinin 3 yottabyte değerini aşacağı beklen-
mektedir. Bu devasa miktarda veriyi depolamak için 109 kg’ dan fazla yüksek 
saflıkta silisyum gerekmektedir. Ancak, 2040 yılında üretilen silisyum mik-
tarı 107-108 kg civarında olacaktır (Ravil ve diğerleri, 2022). Bu problem ile 
birlikte yukarda maddelenen hususlar, araştırmacıları veri depolamak amacı 
ile alternatif ve özellikle doğa dostu ortamları deneyimlemeye yönlendirmiş-
tir.

Bu raporda, veri-büyük veri kavramları ve gereklilikleri yanında, günü-
müz koşulları altında gelecek zaman şartları da göz önünde bulundurularak 
gerekçeler ve önem anlatılacaktır. Bu bölümde büyük veri kavramına giriş 
yapılarak genel bir çerçeve içerisinde büyük verinin öneminden bahsedilmiş-
tir. 2. Bölümde, büyük veriye dair global şirketlerin yaklaşımı ve dünya ge-
nelinde mevcut duruma yönelik öz bir bakış gerçekleştirilmiştir. 3. Bölümde, 
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veri depolama teknoloji ve çözümleri yanında belli başlı depolama kriterleri 
vurgulanmıştır. 4. Bölümde ise DNA tabanlı depolama üzerinde durulmuş, 
avantaj ve dezavantajları ile birlikte günümüz koşullarına uygulanabilirliği 
tartışılmıştır. 5. Bölümde ise sunulan rapora dair genel bir değerlendirme ya-
pılmış ve geleceğe dair beklentiler ve yargı sunulmuştur. 

2. Büyük Veri Üzerine Mevcut Durum

Birçok organizasyon, verinin karar verme sürecinin baş unsuru olduğu 
konusunda hemfikirdir. Bu nedenle büyük veriyi depolama konusu oldukça 
önem arz etmektedir (http://www-03.ibm.com/systems/storage/big-data-sto-
rage/, Son Erişim Tarihi: 27.07.2016). Işletmeler büyük veriyi, ticari modelleri-
ne yön vermek ve birçok alanda performans artışı sağlamak amacıyla kullan-
maktadırlar. Geçtiğimiz iki yıl içinde işletmelerin %45’i iş zekası veya büyük 
veri konusunda girişimler gerçekleştirmişlerdir. Bu girişimlerin amacı, ürün 
ve hizmet tekliflerini büyütmektir. Finans hizmeti veren bazı işletmelerde 
büyük veri, tamamıyla yeni iş modellerine olan güdüyü artırmıştır. Örneğin 
algoritmik ticarette büyük miktarda pazar verisi, değerleri anlık yakalamak 
için, fırsatları da tanımlayarak dakika dakika analiz edilir. Satış sektöründe 
ise büyük veri, gerçek zamanlı mevcut satın alma davranışlarının analizini 
kolaylaştırmaktadır. Bu tür hızlı talep manevraları ile mağazalar, satış seviye-
lerini yükseltmek için mal, stok seviyeleri ve fiyatları ayarlayabilmektedirler. 
Devletler de bu dönüşümün dışında kalmamaktadırlar. Bu kapsamda büyük 
veri, vatandaşlara götürülen hizmetleri geliştirme, vergi mükellefi bütçelerini 
optimize etme ve insansız araç ve uçak gibi gelişmiş silahlanma teknikleri ile 
ulusları daha iyi koruma amacıyla kullanılmaktadır 

(https://www.atkearney.com/analytics/ideas-insights/article/-/as-
set_publisher/hZFiG2E3WrIP/content/big-data-and-the-creative-destructi-
on-of-today-s-business-models/10192?_101_INSTANCE_hZFiG2E3WrIP_
redirect=%2Fanalytics%2Fideas-insights, Son Erişim Tarihi: 27.07.2016).

Dünyada en geniş büyük veri şirketi Google’ dır. Google işlemcileri gün-
de 3.5 milyar sorgu gerçekleştirmektedirler. Ayrıca Google, 10 exabyte’lık (10 
milyar gigabyte) veri depolamaktadır. Facebook, Microsoft ve Amazon bu 
konuda Google ile yarışmaktadırlar. Yalnızca Facebook 2.5 milyar içerik, 2.7 
milyar “like” ve 300 milyon fotoğrafa sahiptir ve bunların tamamı 500 tera-
byte’lık veri etmektedir. 

Veri depolamak amacıyla en fazla sunucuya sahip olan şirket ise Ama-
zon’dur. Kendi tahminlerine göre 1.000.000.000 gigabyte’lık veriyi, 1.400.000’ 
den fazla sunucu ile tutmaktadırlar. Google ve Microsoft’ un ise 1.000.000 
sunucuları olduğu düşünülmektedir (http://cloudtweaks.com/2015/03/
surprising-facts-and-stats-about-the-big-data-industry/, Son Erişim Tarihi: 
27.07.2016).
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Büyük veri artışından yararlanan diğer bir sektör de bulut bilişimdir. 
Işleme gücü ve depolama miktarı büyük verinin kullanımını gerektirmiştir 
öyle ki birçok işletme kendi büyük veri kümelerini bulutta tutma ve işlemeye 
yönelik hizmet alımı gerçekleştirmektedir. Bir araştırmaya göre, katılımcıla-
rın %69’ u şirketlerinin veri depolama ve yedekleme için bulut teknolojisini, 
% 56’ sı ise veri çözümleme için bulut bilişimi kullandıklarını söylemekte-
dirler (http://www.statista.com/topics/1464/big-data/, Son Erişim Tarihi: 
27.07.2016).

Günümüzde ise büyük veri, iş dünyasının önceliğidir ve işletmelerin ge-
lişimi için sayısız fırsat sunmaktadır. Bu konu ile ilgili gerçekleştirilen araş-
tırmalara dair bazı önemli maddeler şunlardır:

• Yalnızca 2009 yılında, büyük veri üzerine projeler çok azdı ve toplam 
hasılat ise 100 milyon dolardı. 2012 senesinin sonunda ise, Fortune 5001 lis-
tesindeki şirketlerin % 90’ ı büyük veri konusunda en az bir kaç tane girişime 
sahiptirler.

• Avrupa’ nın gelişmiş ekonomilerinde devlet yöneticileri, işletme 
verimliliği geliştirmede, büyük veriyi kullanarak 100 milyar Eurodan fazla 
meblağ biriktirebilmişlerdir (Bu kullanım, dolandırıcılık ve hatayı azaltmak 
ve vergi gelirlerini artırmak için büyük veriden yararlanma işlemlerini içer-
memektedir.).

• Yetersiz veri, şirketlere işlevsel gelirlerinin %20-%35’ i oranında kay-
ba mal olabilmektedir.

• Yetersiz ya da kötü veri, birleşik devletleri şirketlerine yıllık 600 mil-
yar dolara mal olmaktadır.

• Büyük verinin, depolama sistemleri sektöründe önemli etkilerinin 
olacağı beklenmektedir.

Global IT harcamalarındaki %5 büyümeye karşılık, her yıl üretilen glo-
bal veride %40 planlanmış büyüme meydana gelmektedir (http://wikibon.
org/blog/big-data-statistics/ , Son Erişim Tarihi: 27.07.2016).

Büyük verinin depolanması üzerine yapılan bu kadar yatırımın amacı, 
şüphesiz ki hatasız bir şekilde saklanıp işlendiğinde büyük veri üzerinden 
gerçekleştirilecek işlem ve çözümlemelerden elde edilen kazançtır. 

3. Büyük Veri Depolama

Önceki bölümlerde büyük veri kavramı, günümüz teknolojisi ve paza-
rındaki yeri ve öneminden, mevcut durum da ele alınarak bahsedilmişti. Bu 
bölümde büyük veri ve büyük veri depolama konusundaki önemli özellik ve 
uyulması gereken kriterlerden bahsedilecektir. 
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Dijital bilgi işlemenin günlük hayatın vazgeçilmez bir parçası olduğu gü-
nümüz koşullarında, üretilen bilgiyi depolamak için yarı iletken teknoljisine 
dayalı bellekler kullanılmaktadır. Flash bellek ve rastgele erişimli bellekler 
(RAM), bu teknolojinin vazgeçilmez iki ögesidir. Şekil 2’ de bellek hiyerarşisi, 
hız, depolama kapasitesi ve bit başına maliyet karşılaştırması ile açıklanmak-
tadır. Ayrıca burada, kullanılan her bir teknolojiye dair ufak teknik detaylar 
da piramidin sol kısmında yer almaktadır (Kim ve diğerleri, 2023).

Şekil 2. Bellek hiyerarşisi  (Kim ve diğerleri, 2023).

Şekil 2’ de sunulan hiyerarşiye göre piramidin sağ tarafı incelendiğinde, 
yukarıya çıkıldıkça erişim hızı (speed) artmakta, aşağıya inildikçe, depolama 
kapasitesi (storage capacity) artmakta ve yukarı çıkıldıkça bit başına depo-
lama maliyeti (price per-bit) azalmaktadır  (Kim ve diğerleri, 2023).  Klasik 
bellek hiyerarşisi pramidinde yer almayan olası biyomoleküler depolama 
teknolojisi de artık günümüzde bu piramitteki yerini almıştır. Bu noktadan 
hareketle büyük veri depolama konusunun önemli bir problem olduğu an-
laşılabilmektedir. Büyük verinin dikkate alınması gereken dört ana özelliği 
(4V) şunlardır:

a) Veri Ölçek Hacmi (Volume Scale of Data): Terabytes, records, transa-
ctions, tablolar, dosyalar

b) Çeşitlilik (Variety): Farklı veri biçimleri

c) Hız Analizi (Velocity Analysis): Yığın, dizi, yakın zamanlı, gerçek za-
manlı

Doğruluk (Veracity): Verinin belirsizliği (http://www.snia.org/sites/de-
fault/files/Apurva_Vaidya_Big_Data_Storage_rev.pdf, Son Erişim Tarihi: 
27.07.2016)
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Şekil 2’ de sunulan bellek hiyerarşi piramidinde vurgulanan kriterler ise, 
büyük veri depolamada talep edilen kriterler arasındadır:

a) Erişim: Depolama, veri biçimi, veri kaynağı ve konumdan bağımsız 
olarak, paylaşıma imkan vermeli, değerli tüm bilgiye erişimi güvence altına 
almalıdır.

b) Hız: Bir depolama alt yapısının, hızı maksimize etmek için, içerde ve 
dışarda düşük gecikme kapasitesi ve hızlı büyüme kabiliyeti olmalıdır.  Çö-
zümleme kaynağı, kayıt sistemine yakın olmalıdır.

Verimlilik: Otomatik karar motorları ve çözümleme odaklı veri yöneti-
mi, veriyi doğru yerde tutmaktadır.  Veri, analiz için en hızlı depolama biri-
mine taşınmalı ve daha sonra kullanımda değilken daha düşük maliyetli de-
polama birimine geri çekilmelidir(http://www-03.ibm.com/systems/storage/
big-data-storage/, Son Erişim Tarihi: 27.07.2016).

Şekil 3. Veri depolama ortamlarının kronolojik gelişimi (Limbachiya ve diğerleri,2022)

Insanlar tarih boyunca ürettikleri bilgiyi saklamak için taş, kil, papirüs, 
tahta, kağıt vb. materyalleri kullanmışlardır. Şekil 3’ de bu depolama ortam-
larının kronolojik gelişimi yer almaktadır. Depolama amacı ile manyetik or-
tamlar 1920’ lerin sonunda keşfedilmiş ve 1952 yılına kadar başı çekmiştir. 
Bu tarihten sonra ise silisyum teknolojisinin keşfi ile bilişim alanında devrşm 
yaşanmıştır. Ancak her yıl %50 oranında artış gösteren ve 2040 yılında 3 yot-
tabyte’ ı aşacağı öngörülen veri için 109 kg yüksek saflıkta silisyum üetilme-
si gerekmektedir. Maalesef bu miktarın 2040 yılında bu miktarın 107-108 kg 
civarında sınırlı kalacağı öngörülmektedir (Ravil ve diğerleri, 2022). Bu ne-
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denle biyolojik tabanlı depolama ortamlarına dayalı çözümler literatüre artık 
yerlerini almaya başlamaktadır. Microsot şirketinin veri depolama amacı ile 
10 milyon DNA zinciri satıl aldığı bilinmekte idi. Ayrıca, Microsoft araştırma 
ekibi lideri Karin Strauss’ un orijinal bir alıntısı ve Türkçe çevirisi şu şekil-
dedir:

“Demand for data storage has been growing at breakneck pace. Organiza-
tions and consumers who need to store a lot of data – for example, medical data 
or personal video footage – will benefit from a new long-term storage solution. 
We believe DNA may provide that answer.”

“Veri depolama talebi tehlikeli bir tempoda büyümektedir. Kişisel video 
kaydı, tıbbi veri gibi fazla miktarda veridi saklama ihtiyacı duyan şahıs ve şir-
ketler, uzun süreli bir depolama çözümünden faydalanacaklardır. DNA’ nın bu 
konuda cevap olacağına inanıyoruz.” (Limbachiya ve diğerleri, 2022)

Özetle, veri artış miktarı göz önünde bulundurulduğunda tarih boyun-
ca geliştirilen fiziksel ortamların kapasite-yoğunluk dengeleri, fiziksel olarak 
yer işgal durumları ve çevre dostu olup olmadıkları konuları endişe uyan-
dırmaktadır. Bütün bunların neticesinde, mevcut yöntemlere alternatif, ka-
pasite-yoğunluk dengesi yüksek ve çevre dostu bir veri depolama ortamına 
ihtiyaç duyulmaktadır. DNA tabanlı veri depolama ortamının, ümit vadeden 
bir çözüm olduğuna inanılmaktadır. Bir sonraki bölümde DNA tabanlı depo-
lama ortamı tüm hatları ile birlikte ele alınacaktır.

4. DNA Tabanlı Depolama 

Günümüz verisinin çoğu manyetik ve optik ortamlarda depolanmakta-
dır. Bant teknolojisi son zamanlarda, 185 TB’ a kadar geniş kartuşlarla, yo-
ğunlukta önemli gelişmeler göstermiştir ve günümüzde ticari olarak mevcut 
en yoğun depolama 10GB/mm3 civarındadır. Bu gelişmelere rağmen, ZB bo-
yutlarında veriyi depolama milyon birimlere mal olacaktadır ve önemli ölçü-
de fiziksel alan işgal edecektir. Ancak depolama yoğunluğu önemli arşivsel 
konulardan yalnızca bir tanesidir; süreklilik de önemlidir. Diskler için 3-5 
yıl, bantlar için ise 10-30 yıl kadar ömür biçilmiştir. Tüm dünyanın verisini 
muhafaza etmek istiyorsak, depolama kapasitesi ve sürekliliğine dair ciddi 
gelişimlere yönelmeye ihtiyacımız vardır.

Sentetik DNA dizileri dijital veri depolama amacıyla uzun zamandır 
potansiyel ortam olarak ele alınmaktadır. DNA, dikkat çekici bir seçenektir 
çünkü teorik olarak oldukça yoğundur (1 EB/mm3 üzerinde yoğunluğa sahip-
tir) ve uzun ömürlüdür; sert ve elverişsiz ortamlarda bile yarılanma ömrü 500 
yılın üzerindedir.  Ayrıca, DNA tabanlı depolama sonsuz geçerliliğe sahiptir. 
Hayat, DNA tabanlı olduğu müddetçe, DNA’ yı işlemek ve okumak için güç-
lü sebepler vardır (https://www.microsoft.com/en-us/research/publication/
dna-based-archival-storage-system/ , Son Erişim Tarihi: 27.07.2016).
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Bu bölümde DNA’ nın yapısı, DNA tabanlı depolamada mevcut durum 
ve mevcut depolama teknolojileri ile karşılaştırılması yanında DNA tabanlı 
depolamanın nasıl uygulandığına dair yaygın yaklaşımlar ile literatürdeki 
somut örnekleri sunulacaktır.

4.1 DNA Yapısı

DNA (deoxyribonucleic acid), yaşayan organizmalarda kalıtımın temeli-
dir. DNA yolu ile biyolojik bilgiler ebeveynlerden yavrulara aktarılır.  Birbiri-
ne eş olan ve baz denilen 4 temel bileşenden oluşur; Adenine (A), Timin (T), 
Guanin (G), Sitozin (C) (Dimopoulou ve Antonini, 2022). Bu bazlar, her türü 
eşsiz yapan genetic bilgiyi içeren moleküllerdir. Bu bazlar vasıtası ile geneik 
bilgi ebeveynden yavrulara geçer. Bunun için DNA moleküllerinden, “repli-
kasyon” denilen bu süreçte iki eşdeğer kopya oluşur. DNA aynı zamanda, bu 
genetic bilgiyiyi uzun süre tutacak kadar kararlı olmalıdır.  Işte bu özelliği, 
DNA’ yı veri depolama amacı ile cazip kılmaktadır (Lee ve diğerleri, 2020).

Şekil 4. DNA yapısı (https://theory.labster.com/structure-dna/ ) (Son erişim tarihi: 
22.09.2023)

Şekil 4’ te en solda DNA nükleotid yapısı görülmektedir. Bu yapı, fosfat, 
deoksiribo-şeker ve DNA bazlarının kimyasal olarak bağlanmaları ile oluşur. 
Her bir nükleotidi farklı yapan içerdiği bazdır. Şekil 4’ te ortada ise bu bazların 
eşleşmeleri yer almaktadır. Adenin Timin ile, Guanın ise Sitozin ile eşleşerek 
baz çiftlerini oluşturmaktadır. En solda ise DNA replikasyonu sonucu oluşan 
sarmal yapı yer almaktadır (https://theory.labster.com/structure-dna/ ).

4.2. Mevcut Durum

DNA’ da veri depolama için yazma işlemi aslında dijital veriyi DNA 
dizisine eşlemektir. Bu doğrultuda nükleotidlerden oluşan ilgili moleküller 
sentezlenir ve saklanır. Veri okuma ise DNA moleküllerini sekanslama ve 
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bilgiyi orijinal şekline geri getirmek için kod çözme işlemlerinden oluşmak-
tadır. Hem bu sentez hem de sekanslama yöntemleri, biyoteknoloji alanında 
standarttır. Bu nedenle günümüzde, sentezlenebilen veri hacmi çoğunlukla 
sentezleme ve sekanslama maliyetlerinden ötürü kısıtlıdır. Bir DNA depo-
lama sisteminin aşması gereken belli başlı engeller vardır. Ilk olarak DNA 
sentezleme ve sekanslama, nükleotid başına yaklaşık %1’ lik hata ile mükem-
mellikten uzaktır. DNA dizileri depolama esnasında çözülebilmekte ve bu, 
veri bütünlüğünü tehlikeye atmaktadır. DNA depolamaya dair önemli bir 
nokta da, fazlalık bilgi ekleyerek, hataları tolere edebilecek kodlama metot-
ları geliştirmektir  (https://www.microsoft.com/en-us/research/publication/
dna-based-archival-storage-system/ , Son Erişim Tarihi: 27.07.2016).

 
Şekil 5. Carlson eğrileri: DNA sentez ve sekanslama teknolojilerinin Moore yasası ile 

karşılaştırılması

DNA üretimi, her gün, her kişiye düşen nükleotid sayısı ile ölçülmekte-
dir. Günümüzde DNA sentezleme ve sekanslama, veri depolama bakımından 
uygulanabilir olmasa da, tarihsel gelişimi üssel bir şekilde gerçekleşmiştir. 
Moore yasasına karşı, maliyet azalması ve verimlilik bakımından bu gelişim 
Şekil 5’ de gösterilmektedir. Sekanslama teknolojisindeki son gelişmelerin 
Moore yasasını gölgede bıraktığı, sekanslama üretiminin Moore yasasından 
daha hızlı büyüdüğü görülmektedir. Gen bilimi, akıllı ilaçların geliştirilme-
si gibi biyoteknoloji alanındaki önemli uygulamaların bu ilerlemeleri teşvik 
ederek devam etmesi ve sonunda veri depolamayı elverişli bir hale getirme-
si beklenmektedir (https://www.microsoft.com/en-us/research/publication/
dna-based-archival-storage-system/ , Son Erişim Tarihi: 27.07.2016).
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Tablo1. DNA ve mevcut depolama çözümlerinin karşılaştırılması (Dimopoulou ve 
Antonini, 2022)

Hard disk Flash bellek DNA
Okuma/yazma hızı (μs/bit) ~3,000-5,000 ~100 <100
Depolama ömrü (yıl) >10 >10 >100
Güç tüketimi (watt/gigabyte) ~0.04 ~0.01-0.04 <10-10

Veri yoğunluğu (bit/cm3) ~1013 ~1016 ~1019

DNA depolamanın, depolama hiyerarşisinde en son seviye olduğu öngö-
rülmektedir. Tablo 1’ de DNA’nın diğer yaygın depolama ortamları ile oku-
ma/yazma hızı (erişim zamanı), ömür, güç tüketimi ve yoğunluk bakımından 
karşılaştırılması görülmektedir. DNA, kapasite bakımından yoğun, elverişli 
ve uzun ömürlü bir ortam sunmaktadır. Öyle ki, tüm dünya tarafından üreti-
len dijital veriyi depolamak için teorik olarak 1kg DNA’ nın yeterli olacağı bi-
lim adamları tarafından öngörülmektedir (Dimopoulou ve Antonini, 2022). 
Bu son derece önemli avantajlarına rağmen DNA için erişim süresi saatler ile 
ölçülmektedir. Ancak bu problemi aşmak için DNA sentezleme ve sekansla-
ma işlemleri, gerekli okuma ve yazma bant genişlikleri erişilebilir yapılarak, 
paralel bir şekilde gerçekleştirilebilir (https://www.microsoft.com/en-us/re-
search/publication/dna-based-archival-storage-system/ , Son Erişim Tarihi: 
27.07.2016).

4.3. DNA Tabanlı Veri Depolama

Sentetik biyoloji alanındaki bazı gelişmeler, laboratuvar ortamında ya-
pay DNA sentezlenmesini mümkün kılmıştır. Üretim aşaması yapay olası-
na rağmen,  sentetik DNA gerçek DNA ile aynı özellikleri taşımaktadır. Tek 
fark, sentetik DNA’ nın gen içererek kalıtımsal aktarımdan sorumlu olma 
zorunluluğunun olmamasıdır. Bu da, herhangi bir dizilimde DNA sıralama-
sını mümkün kılmaktadır. Böylelikle herhangi bir bilgi, kodlama teknikleri 
kullanılarak DNA dizilerine dönüştürülebilir. Şekil 6’ da DNA tabanlı veri 
depolama aşamaları şematik olarak yer almaktadır. Bilgi, DNA sekansına dö-
nüştürüldükten sonra, yapay olarak laboratuvar ortamında sentezlenir. Sen-
tezlenen yapay DNA ise, koruma ve depolama ömrünü uzatmak amacı ile 
özel küçük muhafaza (şişe, tüp vb.) saklanır. Depolanan DNA, ihtiyaç duyul-
duğunda özel sekanslama cihazları tarafından okunarak, bu DNA dizilerin-
deki bazlar dijital olarak elde edilir. Bu dijital bazlar kullanılarak ihtiyaç du-
yulduğunda saklanan bilgilere erişilebilir  (Dimopoulou ve Antonini, 2022).
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Şekil 6. DNA depolama adımları (Ravil ve diğerleri, 2022).

DNA’ da veri depolama fikri ilk olarak 1950 yıllarının sonunda Neiman 
ve Wiener tarafından ortaya atılmış (Neiman 1965, Wiener 1964).  ancak tam 
olarak Church ve ark. Tarafından 2012 yılında uygulanailmiştir. Çalışmala-
rında, 659 kbyte boyutunda bir kitabı, sıfırların Adenin veya Sitozine, birlerin 
ise Timin veya Guanine rastgele eşlendiği basit bir kodlama kullanmışlardır. 
Çalışmaları sonucunda ise kübik milimetre başına 700 terabyte’ lık veri dep-
lama ypğunluğu hesaplayarak DNA’ nın depolama ortamı amacı ile oldukça 
cazip olduğunu kanıtlamışlardır (Church, 2012).

DNA depolama yöntemlerinde, kodlama adımının ele alınış biçimi de-
polama kapasitesi,  erişim hızı ve veri yoğunluğunu etkileyen önemli bir mü-
hendislik problemidir. En yaygın kullanılan yöntem Tablo 2 ‘ de gösterilmek-
tedir.

Tablo 2. Bit-DNA baz dönüşümü (Blawat, 2016)

Bit Baz

00 A

01 C

10 G

11 T

Günümüzde gerçekleştirilen çoğu çalışma temel olarak bu prensibi esas 
alır denilebilir. Laboratuvar ortamında tüpte sentetik ortamda (in vitro) ger-
çekleşen bu tür çalışmalarda rapor edilmiş en yüksek yoğunluk oranı baz/bit 
cinsinden yaklaşık 2 civarındadır (Raza ve diğerleri, 2023; Dimopoulou ve 
Antonini, 2022) . Literatürde yer alan bazı dikkat çekici örneklere aşağıdaki 
paragraflarda somut olarak yer verilmiştir.

Tablo 3’ de yer alan başka bir çalışmaya dair detaylar ise Ingiliz alfabesi, 
rakamlar ve bazı imla işaretlerinin DNA bazlarına eşleşmesini göstermekte-
dir. Bu çalışmasında, “JUNE 6 INVASION: NORMANDY” mesajını 109 nük-
leotide saklamayı başarmışlardır.
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Tablo 3. İngiliz alfabesi, rakamlar ve imla işaretlerinin DNA baz karşılıkları (Clelland 
ve diğerleri, 1999).

2020 yılında Lee ve ark tarafından Perl (Practical Extraction and Report 
Language) dilinin esnekliğini kullanarak DNA tabanlı depolama yöntemi 
önermişlerdir. 2046 kelime içeren evrensel insan hakları bildirgesini, Perl dili 
tabanlı bir DNA kodlama tablosu oluşturarak 8148 baz çiftine eşlemişlerdir 
(Lee ve diğerleri, 2020).

Mishra ve ark. Tarafından 2020 yılında Şekil 7’ de sunulan yöntemi öner-
mişlerdir. Bu çalışmada, dijital görüntüler Huffmann sıkıştırma algoritması 
geliştirilerek DNA ortamında depolanmıştır (Mishra, 2020).

Şekil 7. DNA ortamında görüntü depolama

Liu ve ark. ise 2023 yılında selüloz kağıdı kullanaran düşük maliyetli, gü-
venlilir ve verimli bir DNA depolama yöntemi geliştirmişlerdir. Çalışmalarında 
mm3 başına 15 TB’lık bilgi yoğunluğu elde etmişlerdir (Liu ve diğerleri, 2023).
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5. Sonuç

Üretilen veri miktarı her geçen yıl artmakta ve adeta bir “veri kirliliği” 
ne sebep olmaktadır. Ancak günümüz koşulları, veri ve bilgiye erişimin, veri 
destekli karar mekanizmalarının toplumların refah ve ekonomi düzeyi üze-
rindeki etkisi ve özellikte IOT platformunun yükselişi sonucu yine verinin 
önemi kritik hale gelmiş ve veriden “büyük veri” ye geçiş süreci oldukça hızlı 
ivmelenmiştir. Veri üretimi artmaya devam edecektir. Büyük verinin vurgu-
lanan etkileri neticesinde kaybedilmesi bir yana hatasız bir biçimde saklana-
bilmesi kritik önem arz etmektedir. 

Google, Amazon ve Microsoft, dünya çapında veri üretiminde başı çeken 
şirketlerdir. Bu şirketler bile veri üretimine devasa bütçe ve sarfiyat ayırmak-
tadırlar. Özellikle “bulut bilişim” büyük verinin depolanmasında önemli bir 
mihenk taşı olmuştur. Büyük verinin depolanması üzerine yapılan bu kadar 
yatırımın amacı, şüphesiz ki hatasız bir şekilde saklanıp işlendiğinde büyük 
veri üzerinden gerçekleştirilecek işlem ve çözümlemelerden elde edilen ka-
zançtır. Dünya genelinde özellikle büyük ve ciddi şirketlerce de büyük veri 
üzerine bu kadar yaygın ve ciddi yatırımların yapılıyor olması, alternatif de-
polama çözümlerinin arayışını ivmelendirmiştir. Teknolojinin gelişmesi ile 
paralel olarak, veri ve depolama kriterleri de göz önünde bulundurularak, 
veriyi ve -günümüz olayı- büyük veriyi depolama amacıyla birçok depolama 
- erişim stratejisi ve medya ortamları geliştirilmiştir. Ancak veri artış miktarı 
göz önünde bulundurulduğunda geliştirilen bu fiziksel ortamların kapasi-
te-yoğunluk dengeleri, fiziksel olarak yer işgal durumları ve çevre dostu olup 
olmadıkları konuları endişe uyandırmaktadır. Bütün bunların neticesinde, 
mevcut yöntemlere alternatif, kapasite-yoğunluk dengesi yüksek ve çevre dos-
tu bir veri depolama ortamına ihtiyaç duyulmaktadır. 

Biyolojik yapısı ve özellikleri bakımından DNA, bu ihtiyacı karşılamak 
için oldukça güçlü bir zemin sunmaktadır. Hayat devam ettiği müddetçe veri 
depolama amacıyla DNA moleküllerinin kullanılması son derece mantıklı 
ve etkilidir. Ayrıca DNA’ nın oldukça verimli bir kapasite yoğunluk dengesi, 
uzun ömürlülüğü, zor koşullarda bile dayanıklı olması yanında çevre dos-
tu ve yaşamın temeli olması tercih edilme sebebini güçlendirici unsurlardır. 
Ancak günümüz koşullarında DNA tabanlı veri depolama teknolojisi halen 
mükemmel değildir. Sentezleme ve sekanslama maliyeti, nükleotid başın-
da düşen hata payı ve veriye DNA üzerindeki erişim zamanı gibi zorluklar 
mevcuttur. Maliyet ve hız gibi dezavantajlarına rağmen Moore yasası seyri 
ile DNA sentez ve sekanslama teknolojilerindeki gelişim karşılaştırıldığında, 
DNA ortamının veri depolama amacıyla kullanılabilirliği fikri oldukça ümit 
vericidir.
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1. Giriş

Bitki ve hayvan kaynaklı ürünlerin üretim ve kalite artırım faaliyeti ta-
rım olarak nitelendirilir [1]. Türkiye tarımsal ekonomide ilk on ülke arasına 
girmekte ve Avrupa’da tarımsal üretimde ilk sırada yer almaktadır [2]. Dün-
yamızdaki kaynakların sınırlı olması ve bu kaynaklara olan talebin giderek 
artıyor olması yeni üretim stratejilerinin uygulanması ihtiyacını doğurmak-
tadır [3]. Dünya nüfusundaki artış kaynaklı olarak gıda üretimi, gıdaya eri-
şim imkânları, gıda kalitesi, gıda kaynaklarının korunması ve kaynakların 
idamesi konularının önemi giderek artmaktadır [4]. Bu sorunların çözümün-
de teknolojideki gelişimlerden uzun süredir yararlanılmakta ve teknoloji ta-
banlı yeni çözüm arayışları devam etmektedir [3]. Bitkilerde hastalıklarının 
tespitinde geleneksel yöntemlerde uzman görüşlerine ihtiyaç duyulmaktadır. 
Bu açıdan geleneksel yöntemler zaman ve maliyet gerektirmektedir [5]. Bitki 
hastalıklarının erken teşhisi son derece önem arz etmektedir. Bitki hastalık-
larının tespitinde yapay zekâ algoritmalarının kullanımı zaman ve maliyet 
etkin çözümler sunmanın yanında birçok avantaj sağlamaktadır. Son yıllar-
da yapay zekâ uygulamaları hayatımızın her alanında karşılık bulmaktadır. 
Bunlardan biri olan tarım teknolojilerinde de birçok yapay zekâ uygulamasına 
son zamanlarda sıklıkla rastlanılmaktadır. Özellikle yüksek başarıma sahip 
derin öğrenme temelli birçok çalışma ile karşılaşmamız mümkündür. Bu ça-
lışmalar incelendiğinde bazı çalışmaların derin öğrenme modelleri geliştirme 
ve iyileştirme üzerine olduğu görülmektedir. Diğer bazı çalışmalarda ise elde 
edilen derin öğrenme modellerinin gömülü sistem ve robotik uygulamaları 
bulunmaktadır. Yine son zamanlarda artan bir şekilde tarımda insansız hava 
aracı, insansız kara aracı, mobil cihaz tabanlı uygulamalar ve nesnelerin in-
terneti tabanlı uygulamalar ile karşılaşılmaktadır. Bütün bu uygulamalarda 
yapay zekâ ve derin öğrenmenin çok yoğun kullanımı görülmektedir.

2. Bitki Hastalıkları

Bitkisel hastalıklar maddi kaybın yanında zaman kaybına da yol açan 
ve mücadele edilmesi gereken önemli bir unsurdur [6]. Hastalık tespiti için 
zamanında doğru teşhis ve doğru yöntemlerin kullanılması zorunludur. Bit-
kisel hastalıklar birçok farklı nedenden kaynaklanabilir ve çevre koşulları 
oldukça önemli bir etkiye sahiptir. Bitki hastalıkları dallardan, gövdeden, 
çiçeklerden veya yapraklardan tespit edilebilmektedir. Ancak kök hasta-
lıklarında hastalığın tespiti için kök incelenmeli veya toprak üstü belirtiler 
araştırılmalıdır. Bitkilerdeki hastalığın şiddetinin anlaşılması daha güçtür ve 
hastalıktan etkilenen dokunun oranını tahmin etmek gerekir [7]. Hastalık 
tespiti geleneksel yöntemlerde uzmanlar tarafından yapılırken artan nüfus 
ve diğer etmenlerden dolayı günümüzde sadece uzmana başvurma ciddi bir 
maliyet ve zaman kaybına yol açmaktadır. Uzmana başvurulmadan yapılan 
müdahaleler ise hatalı müdahale yanında hatalı zirai ilaç kullanımı ile sonuç-
lanmaktadır. Tüm bu nedenlerden dolayı doğrudan uzman görüşüne başvur-



 . 19Bilgisayar Mühendisliği Alanında Uluslararası Teori, Araştırma ve Derlemeler

mak yerine yine uzman görüşleri ile şekillenen yapay zekâ ve derin öğrenme 
algoritmalarının kullanımı günümüzde vazgeçilmez bir durum olarak karşı-
mıza çıkmaktadır. Günümüzde yaşanan gelişmeler neticesinde yapay zekâ ve 
derin öğrenme bitki hastalıklarının belirlenmesi, önlenmesi ve erken müda-
hale edilmesinde kullanılır olmuştur.

3. Derin Öğrenme

Yapay zekâ ve derin öğrenme temelli çalışmalar ön işlem, özellik çıkarı-
mı ve sınıflandırma üç genel aşama barındırırlar. Derin öğrenmede kullanı-
lan genel işlem adımları Şekil 1’de gösterilmiştir.

Şekil 1 Derin öğrenmede genel işlem basamakları.

3.1 Ön İşlemler

Ön işlemler verilerin ön elemeden geçilmesi, hatalı verilerin düzeltilmesi, 
eksik verilerin giderilmesi, şekil analizleri, görüntü iyileştirmeleri gibi birçok 
işlemi kapsamaktadır. Derin öğrenmede görüntü verilerini işlerken gri tonla-
ma, eşikleme, aşındırma, genleşme, açma, kapama gibi ön işlemler kullanılır. 

Eşikleme işlemi bir görüntüyü siyah ve beyazdan oluşan ikili bir görün-
tüye çevirmeyi ifade eder. Tekli eşikleme, çoklu eşikleme, otsu eşikleme ol-
mak üzere üç farklı eşikleme işlemi yapmak mümkündür. Tekli eşiklemede 
gri tona dönüştürülmüş olan resim için belirlenen bir eşik değerinin altı 0, 
üstü ise 1 olarak alınarak görüntü siyah beyaza dönüştürülür. Böylece resim-
deki nesne ve arka plan ayrıştırılmaya çalışılır. Tekli eşikleme yöntemi resim-
deki parlaklıktan büyük ölçüde etkilenmektedir [8].

Çoklu eşiklemede farklı sınır değerler için farklı gri ölçeklemesi yapılır. 
Birinci sınır değerin altı birinci bölge, birinci sınır ile ikincinin arası ikin-
ci bölge, ikinci sınır değerin üstü ise üçüncü bölge olarak alınır. Burada bir 
bölge arka planı, diğer bölgeler ise farklı nesneleri temsil etmektedir. Otsu 
tarafından geliştirilen eşiklemede arka plan ile nesneyi ayırmak için görün-
tüyü iki farklı gruba ayıracak şekilde kendi içinde minimum varyans gruplar 
arasında maksimum varyans sağlayacak şekilde bir ayrıma gidilir [9]. 

Siyah beyaz bir resimde genellikle sınırların aşındırılmasında ve resmin 
küçültülmesinde aşındırma işlemi uygulanır. Aşındırma sonucunda toplam 
piksel sayısı azalır, nesneler küçülür ve ayrışırlar [10]. Aşındırma işlemi ya-
pısal elemanlar kullanılarak yapılırlar. Ikili (binary) bir resimdeki nesnenin 
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sınırlarını büyütmek için genleşme işlemi kullanılabilir. Aşındırma işlemin-
deki gibi yapısal elemanlar ile bu işlem yapılır. Genleşme sonucunda piksel 
miktarı artar ve nesne büyür. Ikili (binary) bir resimdeki nesneler arasındaki 
boşlukları temizlemek veya birbirine yakın nesneleri ayırmak için açma işle-
mi uygulanabilir. Açma işlemi aşınma ve genleşmenin birlikte kullanılma-
sıyla yapılan bir işlemdir.  Bir resmin daha bir belirginleşmesini sağlamak ve 
resimdeki noktaların arasıdaki boşlukların kapanmasını kapama işlemi ile 
gerçekleştirebiliriz. Bu işlem için aşınma ve genleşme işlemleri birlikte kul-
lanılır. 

3.2 Özellik Çıkarma

Özellik çıkarımı birçok problemin çözümünde kullanılan ve nesne tanı-
mada oldukça önemli olan bir işlemdir ve nesnenin ayrıştırıcı parametreler 
ile temsil edilmesidir.  Özellik çıkarımı şekil tabanlı, doku tabanlı ve renk ta-
banlı geleneksel yöntemler ile evrişimsel sinir ağları gibi derin öğrenme yön-
temleri şeklinde iki guruba ayrılabilir. Geleneksel özellik çıkarım yöntemleri 
Tablo 1’de verilmiştir.

Tablo 1. Geleneksel özellik çıkarım yöntemleri.

Şekil Tabanlı Renk Tabanlı Doku Tabanlı
Morfolojik özellikler
Hu değişmez momentleri
Fourier tanımlayıcıları
Shearlet dönüşümü
Merkez kenar uzunlukları
Damar özellikleri

Ortalama
Varyans
Homojenlik
Heterojenlik

Gri seviye eş oluşum matrisi
Yönlü gradyan histogramı
Yerel ikili örüntü

Hu ve arkadaşları yaptıkları bir çalışmada görüntüdeki nesneyi belirle-
mek için genellikle istatistik ve klasik mekanikte kullanılan ve verilerin or-
talaması olarak ifade edebileceğimiz 7 farklı moment tanımlamışlardır [11]. 
Bu işlemde görüntüdeki nesne koordinatlarının ortalama değerleri elde edi-
lir. Ardından bu değerler ile görüntü boyutlarına göre momentler normalize 
edilir. Normalize edilmiş momentlerden yedi değişmez Hu moment değeri 
hesaplanır. Bu moment değerleri parlaklık, dönme, büyütme, küçültme ve 
konum değişiminden etkilenmezler [8]. Merkez kenar uzunluğu bir nesne-
nin ağırlık merkezinin bu nesnenin sınırlarına uzaklığı ifa eder [12]. Merkez 
kenar uzunluğu hesaplanırken ağırlık merkezinden sınırlara 360/a adet nes-
nenin özniteliklerini ifade eden uzaklık değeri bulur. Matematikteki Fourier 
dönüşümleri kullanılarak görüntünün kontur denilen ana hatlarını belirleme 
işlemi Fourier tanımlayıcıları ifade eder. Bu işlem de sınır noktaları kullanı-
larak belirlenir [12]. Fourier tanımlayıcıları kullanılırken resim gri tonlamalı 
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resme dönüştürülür ve ardından daha önce bahsettiğimiz ön işlemlerden fay-
dalanılarak ikili (binary) görüntü oluşturulur. Sınır koordinatlar belirlenir 
ve bu koordinatlar için Fourier dönüşümü hesaplanır. Sonuçta elde edilen 
Fourier tanımlayıcıları döndürme, büyütme ve küçültme işlemlerinden et-
kilenmezler. Damar (Vein) özellikleri uygulanırken gri tonlamadaki resim 
ele alınır. Disk şeklindeki yapısal elemanlar farklı çapta alınarak açma işlemi 
gerçekleştirilir. Otsu yöntemi ile binary resim elde edilir ve her çaptaki ya-
pısal eleman için piksel sayısı hesaplanarak 5 özellik belirlenir [13]. Shearlet 
dönüşümü hedef ölçek ve yöndeki frekans bileşenleri kullanarak daha esnek 
analizler yapmamızı sağlayan bir yöntemdir [13]. Görüntü işlemede bu dönü-
şüm kartezyen koordinat sistemindeki şekli ile kullanılır. Shearlet dönüşümü 
yönden bağımsız olarak sonuç sağlar ve doku ile nesne tanımada başarılı so-
nuçlar verir [14].

Özellik çıkarımında renk tabanlı yöntemler ortalama, varyans, asimet-
riklik, simetriklik gibi istatiksel işlemler kullanılarak uygulanmaktadır [15]. 
Bu yöntemler kullanılırken odaklanan nesne dışındaki kısımlar resimden çı-
kartılır. Kullanılan renk uzayındaki her bir renk kanalı için ayrı bir özellik 
çıkarımı yapılır. Resimde ele alınan nesnenin yüzey karakteristiklerini an-
lamak için doku tabanlı yöntemler kullanılır. Doku özellikleri, gri seviye eş 
oluşum matrisi, yönlü gradyan histogramı, yerel ikili örüntü yöntemleriyle 
yapılabilmektedir. Gri seviye oluşum matrisinde iki komşu piksel arasındaki 
ilişki istatiksel olarak belirlenir [16]. Görüntünün pikselleri arasındaki me-
safe ve açıya göre görüntünün gradyan yönelim dağılımlarının elde edilmesi 
amaçlanmaktadır. Haralick, yaptığı çalışmada 14 farklı doku özelliği kulla-
narak resimlerdeki dokusal özelliklerin belirlenebileceğini ifade etmiştir. Bu 
özelliklerden entropi, enerji, korelasyon ve kontrast en sık rastlananlarıdır. 
Kontrast bir piksel ile komşusu arasındaki yerel farktır ve netliği ifade eder 
[17]. Resimdeki iki komşu pikselin arasındaki ilişkisi korelasyon olarak isim-
lendirilir. Resimdeki griliğin homojenliği enerji değeri ile ifade edilir. Doku-
nun karmaşıklık derecesi entropi ile ifade edilmektedir. Resim desenindeki 
benzerlik ise homojenlik ile ifa edilir.  

Shashua ve Dalal yaptığı bir çalışma sonucunda yönlü gradyan histog-
ramı ortaya çıkmıştır [18]. Yönlü gradyan histogramı bölgesel olarak grad-
yan büyüklükleri sayısını içeren görüntü yerel histogram serilerinin grup-
ları olarak tanımlanır. Yönlü gradyan histogramı hesaplanırken önce Sobel 
isimli bir filtre kullanılarak her bir piksel için tüm eksenlerde gradyanlar 
hesaplanır. Daha sonra gradyanın işareti ve açısına göre yönelimler belirlenir 
ve yönelim histogramları oluşturulur. En sonda tüm histogramlar birleşti-
rilerek normalize edilir. He ve Wang yaptığı bir çalışmada merkez nokta ile 
komşularını karşılaştırarak her noktayı binary olarak etiketleyen yerel ikili 
örüntü algoritmasını önermişlerdir [15]. Binary etiketleme yapıldıktan sonra 
üstel toplamlardan oluşan özel bir fonksiyon kullanılarak bu değerler 8 bitlik 
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değerlere dönüştürülür ve buradan çeşitli dönüşümlerle öznitelik vektörleri 
bulunur.

3.3 Evrişimsel Sinir Ağları 

Derin öğrenme insan beyninden ilham alınarak tasarlanmış bir maki-
ne öğrenmesi algoritmasıdır. Başka bir ifade ile yapay sinir ağlarından daha 
karmaşık yapıda olan bir ağ modelidir. [19] Nesne tanıma işlemleri için derin 
öğrenmede birçok gizli katman bulunur ve diğer makine öğrenmesi algorit-
malarından farklı olarak büyük boyuttaki veriler işlenir ve bu sebeple yüksek 
hesaplama gücüne ihtiyaç duyulur. Geleneksel makine öğrenmesi algoritma-
larında ele alınacak özellikler insan müdahalesi ile belirlenirken derin öğren-
mede ele alınacak özellikler algoritma tarafından öğrenilir. Nesne tanıma ve 
sınıflandırmada başarılı sonuçlar veren derin öğrenme yöntemlerinden biri 
evrişimsel sinir ağlarıdır (CNN). Bu yöntem ile arka plan silme ve bölütleme 
gibi bazı ön işlemler yapılmadan problemler çözülebilmektedir. Ayrıca CNN 
ile geliştirilen mimariler tek bir nesneye yönelik olmayıp birçok nesnenin tes-
pitinde kullanılabilmektedir.

Evrişimsel sinir ağları genel olarak giriş, evrişim, havuzlama, normali-
zasyon, düzleştirme, tam bağlı, dropout ve sınıflandırmada katmanlarından 
oluşmaktadırlar. Bu katmanların farklı dizilimleri ile farklı ağ mimarileri 
elde edilir. Giriş katmanı verinin ham olarak ağa gönderildiği katmandır. 
Bu katmana girilen görüntü verisinin boyutu sonucu etkileyecektir. Evrişim 
katmanı ağın temel katmanıdır. Bu katmanda çeşitli filtreler ile görüntü tara-
narak görüntünün ayırt edici özelliklerine sahip yeni görüntüler elde edilir. 
Havuzlama katmanı boyutu küçültmek için kullanılan katmandır. Bu kat-
manda çeşitli boyuttaki filtreler ortalama, maksimumu bulma gibi işlemleri 
görüntü üzerinde gezdirilerek gerçekleştirir. Boyut küçültmek genelde bilgi 
kaybına neden olur [20]. Bununla birlikte havuzlama katmanı sayesinde ağın 
veriyi ezberlemesi ve hesaplama yükünün azalması gibi avantajlar sağladığı 
bilinmektedir. 

Evrişim katmanından çıkan veriyi ölçeklendirerek performansı arttır-
mak için normalizasyon katmanı kullanılır. Normalizasyon katmanında ve-
riler çeşitli normalizasyon fonksiyonları kullanılarak standart bir ölçektedir 
verilere dönüştürürler.  Düzleştirme katmanı, havuz katmanından çıkan iki 
boyutlu matris formundaki verileri uzun bir doğrusal vektöre dönüştürüldü-
ğü katmandır. Bu vektör yoğun katman denen tekbir katmana tüm verileri 
bağlamak için kullanılır. 

Tam bağlı katman, kendinden önce gelen katmanın çıkışlarına bir ağırlık 
matrisi aracılığıyla doğrusal bir dönüşümün yapan katmandır. Bu katmanda 
girişteki her değer çıkışa belirli bir etki yapar. Ağın aşırı öğrenmesinin veya 
ezberlemesinin önüne geçmek için kullanılan bir diğer etmen dropout kat-
manındır. Bu katmanı uygularken belirli bir sınır değer veya rastgele seçim-
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lerle katmanlar arasındaki bazı bağlantılar göz ardı edilir. Evrişimsel sinir 
ağlarında sınıflandırma yapılırken istenen sınıf sayısı kadar çıkışı bulunan 
bir katmana ihtiyaç duyulur. Softmax gibi bazı fonksiyonlar kullanılarak sı-
nıflandırma işlemi sınıflandırma katmanında gerçekleştirilir. 

Evrişimsel sinir ağları kullanılarak sınırsız sayıda farklı katman dizilim-
leri gerçekleştirmek mümkündür. Bununla birlikte yapılan birçok yarışma ve 
çalışmada başarısını ispatlamış mimariler mevcuttur. Bu mimariler ile çok 
farklı alanlardaki problemlere çözüm bulunabilmekte ve oluşturulan yeni 
mimarilerin başarısını test etmek için bu mimarilere başvurulabilmektedir. 
Bu mimariler çok büyük veri setleri ile eğitildiklerinden milyonlarca para-
metre içermektedirler. Mimari derinlikleri 8 ile 200 arasında değişmekte ve 
224x224 piksel gibi küçük boyutlu resimleri girdi olarak kabul etmektedir-
ler. LeNet [21], AlexNet [22], Inception [23], VGG16 [24], VGG19 [24], ResNet 
[25], SqueezeNet [26], MobileNet [27], DenseNet [28], ShuffleNet [29] ve Effi-
cientNet [30] bu mimarilerden bazılarıdır.  Tablo 2’de bazı evrişimsel sinir ağı 
mimarileri ve bunlara ait özet bilgiler görülmektedir. 

Tablo 2. Evrişimsel Sinir Ağır Mimarileri
Mimariler Katman Sayısı Boyut Parametre 

(Milyon)
Varsayılan Giriş 
Görüntü Boyutu

AlexNet 8 60 MB 61 227x227

DenseNet201 201 80 MB 20.2 224x224

EfficientNetB0 23 80 MB 20.2 224x224

GoogLeNet 22 28 MB 6.7 224x224

InceptionResNetv2 572 215 MB 55.8 299x299

Inceptionv1 22 41 MB 6.6 224x224

Inceptionv3 48 96 MB 23.9 299x299

LeNet-5 7 0.5 MB 0.06 32x32

MobileNetv2 53 14 MB 3.5 224x224

ResNet101 101 178 MB 44.6 224x224

ResNet152 152 232 MB 60.3 224x224

ResNet18 18 44 MB 11.7 224x224

ResNet50 50 98 MB 25.6 224x224

ShuffleNetV2x0.5 12 1.4 MB 1.4 224x224

ShuffleNetV2x1.0 20 2.3 MB 2.3 224x224

ShuffleNetV2x1.5 26 7.4 MB 7.4 224x224

SqueezeNet 23 5 MB 1.2 224x224

VGG16 16 138 MB 138 224x224

VGG19 19 143 MB 143 224x224
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4. Bitki Hastalıklarının Tespitinde Derin Öğrenme Çalışmaları

Bitki hastalıklarının tespitinde yapay zekâ ve derin öğrenme algoritma-
larının kullanıldığı birçok çalışma mevcuttur. Mevcut çalışmaların çoğunda 
açık kaynak veri tabanlarındaki fotoğraflar kullanılmıştır. Yapılan çalışmalar 
incelendiğinde bazı çalışmalarda geleneksel, bazı çalışmalarda ise derin öğ-
renmeye dayalı yöntemlerin kullanıldığı görülmektedir. Kullanılan yöntem 
ve modeller Tablo 3’te özet olarak gösterilmiştir. 

Tablo 3. Bitki hastalıklarının sınıflandırılmasına yönelik literatür çalışmaları
Makale Bitki Veri Seti Sınıflandırıcı Başarı

[31] Yonca 899 SVM, NB, LDA, lojistik 
regresyon analizi ve 

Regresyon ağacı.

Test doğruluğu %94,74 

[32,33] Muz, 
Fasulye, 
Limon, 

Gül

106 GA + SVM 
GA + MDC 

K-means + MDC

Doğruluk oranı 
K-means+MDC:%86,54 

GA+MDC:%93,63 
GA+SVM:%95,71

[34] Pirinç 650 DNN, ANN, DAE Doğruluk: %94,25 
F1 puanı: %88,74 
Kesinlik: %81,24

[35] 18 tür 94 SVM Doğruluk oranı 95%

[36] 14 bitki 54306 AlexNet 
GoogleNet 

Transfer Öğrenme

F1 Score 99,35% 

[37] Çeltik 40 PNN Doğruluk oranı 83%

[38] Buğday 342 BPNN Doğruluk oranı 84,8%

[39] Pamuk - Yapay sinir ağı Doğruluk oranı 98,1%

[40] Mısır 580 PSO ve Yapay Sinir ağı Doğruluk oranı %93,3 ve %87,8
[41] Salatalık - MDC Doğruluk oranı  >%96

[42] Soya 
fasulyesi

1200 SURF, HOG, PHOW Doğruluk oranı 96.25%

[43] Mısır 800 KNN, ANN Doğruluk oranı  
ANN: 94.40% 
KNN: 82.50%

[44] Mısır 750 Yapay Sinir Ağı 
SVM

Doğruluk oranı 
SVM : 83.83% 
ANN : 77.75%

[45] Pirinç 5808 CNN 
Haar dalgacığı 

Yerel Ikili Model 
SVM

Maksimum doğruluk oranı 
95.83%

[46] Pirinç 120 DenseNet 
inception

Doğruluk oranı 92.86%
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[47] Buğday, 
mısır, üzüm

611 Derin Siamese 
ağı

Doğruluk oranı 86%

[48] Mısır 500 GoogleNet 
Cifar10

Ortalama doğruluk oranı 
GoogleNet: 98.9% 

Cifar10: 98.8%.
[49] 20 bitki 46513 VGG19, VGG16 Doğruluk oranı 

VGG 16: 83.95% 
VGG19: 79.2%

[50] Mısır 3852 LeNet CNN, PCA Ortalama doğruluk oranı 
97.89%

[51] Domates 54309 AlexNet, SqueezeNet. Doğruluk oranı  
AlexNet: %95.65  

SqueezeNet:%94.30
[52] Domates 10000 T-LeafNet 

AlexNet 
MobileNetV2 

VGG16

En yüksek sınıflandırma 
performansları 

T-LeafNet: %97,32 
AlexNet: %98,32 

MobileNetV2: %99,1 
VGG16: %99,21

[53] Domates 18160 GoogleNet 
AlexNet 

SqueezeNet 
ShuffleNet 
ResNet-18

Doğruluk oranları 
GoogleNet:%93,93 
AlexNet: %95.18 

SqueezeNet: %94.82 
ShuffleNet: %94.29 
ResNet-18: %81.79

[54] Kayısı 886 Özgün Derin 
Evrişimsel Sinir Ağı

Maksimum 
Doğruluk: 98,2 
Duyarlılık: 96,9 
Özgüllük: 99,27 
Kesinlik: 98,09 
F1-skor: 97,24

[1] Domates 18160 AlexNet 
DenseNet201 

GoogleNet 
MobileNet 
ResNet101 
ShuffleNet

Doğruluk oranları 
AlexNet: %93.5 

DenseNet201: %97.1 
GoogleNet: %91.0 
MobileNet: %94.5 
ResNet101: %97.4 
ShuffleNet: %96.6

[55] Mısır, Üzüm 1600 Özgün CNN Modeli Doğruluk oranı %97

[56] Şeftali 1965 AlexNet Doğruluk oranı: 99,32 
Duyarlılık: 98,41 
Özgüllük: 100,00 
Keskinlik: 100,00 

F1 Skor: 99,20
[57] Ceviz 726 Özgün CNN, (ReliefF, 

SVM)
Maksimum 

Doğruluk: 99.58 
Kesinlik: 99.58 

Duyarlılık: 99.58 
Geometrik Ort. 99.58 

F-Skor: 99.58
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[58] Elma 3171 AlexNet 
DenseNet-121 

ResNet-34 
VGG16-BN 

Squeezenet1_0

Maksimum ResNet-34’te 
Duyarlılık:%97,64 
özgüllük:%99,54 
doğruluk:%99,52 

F-skor:%98,62
[59] Narenciye 320 Özgün CNN 

VGG16 
AlexNet

Doğruluk oranları 
Özgün CNN: %82 

VGG16: %93 
AlexNet: %92

[60] Dolma 
biber, 

patates ve 
domates

20639 AlexNet 
VGG16 

ResNet18 
(KNN, SVM, ANN)

En yüksek doğruluk oranı SVM 
sınıflandırıcı ile  
AlexNet: %98.29 
VGG16: %99.13 

ResNet18: %98.71
[5] Elma 1821 Özgün CNN Doğruluk oranı %98.76

Tablo 3 incelendiğinde görsel sayısının az olduğu çalışmalarda geleneksel 
yöntemlerin tercih edildiği görülmektedir. CNN mimarilerinin kullanıldığı 
çalışmalarda ise görüntü sayısının çok daha yüksek olması gerekmektedir. 
Başarı oranlarına bakıldığında geleneksel yöntemler için de başarının çok 
düşük olmadığı görülmektedir. Ancak bu doğruluk oranları kullanılan veri 
seti dışındaki resimler için de aynı sonuçları vermeyebileceği unutulmama-
lıdır. Bu açıdan çok daha fazla görsel ile eğitilen CNN modellerinden daha 
kararlı sonuçlar beklenmektedir.

Bitki hastalıklarının tespitine yönelik çalışmalar incelendiğinde bir kı-
sım çalışmaların model oluşturma ve var olan modelleri geliştirmeye dönük 
iken; bir kısım çalışmaların ise gömülü sistemler, robotik, mobil ve nesnelerin 
interneti gibi oluşturulan modellerden pratik uygulamalar şeklinde olduğu 
görülmektedir. 

4.1 Model Oluşturma ve Geliştirme Çalışmaları

Bitki hastalıklarını konu alan bazı derin öğrenme çalışmalarında yeni 
modeller önerme veya mevcut modellerde transfer öğrenme yöntemleriyle ge-
liştirmeler yapılması söz konusudur. Bu açıdan yapılan çalışmalar kullanılan 
veri setindeki görüntülerin içeriğine göre üçe ayırmak mümkündür. Bunlar 
yaprak tabanlı, meyve tabanlı ve dal tabanlı olarak karşımıza çıkmaktadır.

 4.1.1 Derin Öğrenme Teknikleri ile Yaprak Tabanlı Bitkisel Hastalık 
Çalışmaları

Son yıllarda Evrişimli Sinir Ağları (CNN), ImageNet yarışması gibi gö-
rüntü tanıma görevlerinde özellik çıkarıcılar ve sınıflandırıcılar olarak olağa-
nüstü performans göstermiştir. CNN, hastalık tanıma, haşere tanıma, yabani 
ot tespiti, meyve ve çiçek sayımı, meyve sıralama ve derecelendirme gibi gö-
revleri yerine getirmek için tarımsal uygulamalarda kullanılmıştır [5]. Özel-



 . 27Bilgisayar Mühendisliği Alanında Uluslararası Teori, Araştırma ve Derlemeler

likle 2015 yılından bu yana, Görüntü Işleme Dönüştürücüler (IPT) kullanıla-
rak yaprak hastalığı tanıma konusunda yapılan araştırmaların çoğunda derin 
öğrenmeden yararlanmıştır [61]. LeCun ve arkadaşları derin öğrenmeyi, bir 
dizi optimizasyon yoluyla verileri en iyi şekilde temsil etmeyi öğrenme yön-
temi olarak tanımlamıştır [62]. Bu öğrenme prosedürü ile özellikler otomatik 
olarak çıkarıldığı için özellik mühendisliği yapmaya gerek kalmamaktadır. 
Derin öğrenmenin, tarım endüstrisinde hastalık teşhisi, haşere tespiti, kalite 
yönetimi, pazarlama, otomasyon, robotik ve büyük veri alanlarında ilerleme-
ler sağlaması beklenmektedir. CNN’lerin eğitimi için binlerce görüntüden 
oluşan büyük veri kümeleri gereklidir. Ne yazık ki, bitki hastalığı tanıma ala-
nında, henüz yeterince büyük ve çeşitli veri kümeleri bir araya getirilmemiş-
tir. Mevcut çalışmalara bakıldığında transfer öğrenimi, bitki hastalığı tanıma 
için CNN sınıflandırıcılarını eğitmenin en etkili yoludur. Transfer öğrenimi, 
önceden eğitilmiş CNN’lerin, daha önce ağı sıfırdan eğitmek için kullanılan 
büyük veri kümesinden farklı dağılıma sahip daha küçük veri kümeleriyle 
yeniden eğitilerek yeni veriye uyarlanması işlemidir [63]. Mevcut çalışmalar, 
ImageNet veri kümesi üzerinde önceden eğitilmiş CNN modellerini kullan-
manın ve ardından bunları yaprak hastalığı tanıma için yeniden eğitmenin 
daha iyi sonuçlar verdiğini göstermektedir [64,65].

Ecemiş ve Ilhan çalışmasında domates yapraklarında hastalık tespiti için 
hafif evrişimli bir sinir ağı önermiş ve elde ettiği sonuçları önceden eğitil-
miş ağların performansları ile karşılaştırmıştır. Domates bitkisinin yaprak-
larında meydana gelen dokuz hastalığı ve hastalık izi bulunmayan yaprakları 
tanıyabilen “T-LeafNet” evrişimsel sinir ağı (ESA-CNN) modeli önermiş ve 
bu ağ sınıftan eğitilerek başarısı belirlenmiştir. Daha sonra transfer öğrenme 
yöntemi ile MobileNetV2, AlexNet ve VGG16 mimarileri eğitilmiş ve sonuç-
ları kıyaslamıştır. Ayrıca orijinal veri yanında arttırılmış veriler ve farklı öğ-
renme katsayıları ile eğitimler tekrarlanıp bunların sonuç üzerindeki etkileri 
araştırılmıştır. Çalışma sonucunda önerilen T-LeafNet ağının eğitim zama-
nı ve sınıflandırma performansı açısından daha iyi değerlere sahip olduğu 
görülmüştür. Yine mevcut mimarilerden elde edilen sonuçların %97.32 ile 
%99.21 aralığında olduğu ve en yüksek başarımın VGG16 mimarisi ile yapı-
lan transfer öğrenme sonucunda elde edildiği görülmüştür [1].

Liu ve ark. yaptığı çalışmada üzüm yaprağındaki farklı hastalıkları tes-
pit etmek için evrişimsel sinir ağı tabanlı bir yöntem önermişlerdir. Veri seti 
olarak 107336 üzüm yaprağı görüntüsü kullanmışlardır. Öncelikle veri ön iş-
leme teknikleri kullanarak resimlerde iyileştirmeler yapılmış ve öznitelikler 
çıkarılmıştır. Elde edilen öznitelikler evrişimsel sinir ağı tabanlı modele su-
nularak %97.11 doğruluk oranına ulaşmışlardır [66].

Atik, yaptığı çalışmada derin öğrenme yöntemleri kullanarak bitki yap-
rağındaki hastalıkların sınıflandırmasını gerçekleştirmiştir. Bu çalışmada 
18bin’den fazla resimden oluşan ve dokuz farklı hastalıklı sınıf yanında bir de 
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sağlıklı domates yaprağı görsellerinin bulunduğu bir veri seti kullanılmıştır. 
Çalışmada GoogleNet, AlexNet, SqueezeNet, ShuffleNet ve ResNet-18 mima-
rileri kullanılmıştır. Eğitilen ağlar farklı performans ölçütleri açısından de-
ğerlendirilmiştir. Eğitilen modellerde en yüksek başarımı GoogleNet %95.18 
doğruluk oranı ile gösterirken en düşük doğruluk oranı %81.79 ile ResNet-18 
için belirlenmiştir. Diğer ağlarda %90 üzerinde başarı göstermiştir [53].

Ertem ve Özbay yaptığı çalışmada sınıflandırma problemlerinde derin 
özellik birleştirme yaklaşımıyla domates yaprağı görüntülerinden hastalık 
tespiti gerçekleştirmiştir. Bu çalışmada da aynı veri setine Kaggle üzerinden 
erişilmiş ve kullanılmıştır. Çalışmada DenseNet, ResNet ve ShuffleNet mi-
marileri eğitilerek test edilmiştir. Çalışmada 3000 adet öznitelik çıkarılmış ve 
Temel Bileşen Analizi (PCA) kullanılarak öznitelik sayısı azaltılmıştır. Çalış-
ma sonucunda en yüksek doğruluk oranı %97.4 ile ResNet mimarisinde elde 
edilmiştir. En düşük doğruluk oranı ise %91.0 ile GoogleNet mimarisinde 
görülmüştür. Daha sonra çalışmada doğruluk oranı en yüksek olan 3 mimari 
birleştirilmiş ve PCA ile boyut azaltılma işlemi yapılarak hibrit bir mimari 
oluşturulmuştur. Bu işlemler sonucunda en iyi performans Cubic SVM ile 
One vs All metotlarında %99.2’e varan doğruluk oranları ile elde edilmiştir 
[1].

Ensari ve ark., görüntü tabanlı dijital bitki fenotiplemesi için konvolüs-
yonel sinir ağları üzerine çalışma yapmıştır. Temelde mısır ve üzüm hastalık-
ları üzerine yapılan çalışmada üç farklı hastalık üzerinde durulmuştur. Sekiz 
farklı sınıflandırma yapılan çalışmada 1600 veriden oluşan bir veri seti kul-
lanılarak yapılan çalışmada %97.03 oranında doğruluk elde edilmiştir. Evri-
şimsel sinir ağlarının kullanıldığı çalışma konvolüsyonel, havuzlama ve tam 
bağlantı olmak üzere üç katmandan oluşmaktadır. En başta konvolüsyonel 
katman gelmekte ve filtreleme yapılmaktadır. Sonrasında gelen çeşitli kon-
volüsyon ve havuzlama katmanlarından sonra tam bağlı katmanlar gelmek-
tedir. Bu katmanlardan sonra doğrusal olmayan bir fonksiyon ile aktivasyon 
hesaplanır. Çalışma bitki üreticilerine yardımcı olmak, sert iklimlere ve ko-
şullara dayanıklı bitkilerin sahip olduğu genleri belirlemek ve yapılacak diğer 
çalışmalara kaynaklık etmek amaçlarını taşımaktadır [55].

Yaman ve Tuncer, çalışmasında bitkilerde yaprak hastalığı tespiti için 
derin özellik çıkarma ve makine öğrenmesi yöntemi üzerine çalışmıştır. Ça-
lışmada ceviz yapraklarından oluşan 726 görüntü içeren bir veri seti hazır-
lanmıştır. Görüntüler sağlıklı ve hastalıklı olarak etiketlenmiştir. Çalışmada 
17 derin öğrenme mimarisi için sonuçlar elde edilmiştir. DarkNet ve ResNet 
modelleri en iyi performansı sağlamışlardır. Hibrit bir model oluşturmak 
amacıyla DarkNet ve ResNet modelleri birleştirilmiş ve en ağırlıklı özellik-
leri seçebilmek için ReliefF algoritması kullanılmıştır. Seçilen özellikler Des-
tek Vektör Makinesi algoritması ile sınıflandırılış ve bu yöntem sonucunda 
%99.58 düzeyinde doğruluk elde edilmiştir [67].
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Aksoy ve ark., çalışmasında elma bitkisindeki hastalıkların yapay zeka 
yöntemleri ile tespiti ve yapay zeka yöntemlerinin performans karşılaştırma-
sını gerçekleştirmiştir. Bu çalışmada elmadaki 3 farklı hastalık durumunun 
yaprak görüntülerinden evrişimsel sinir ağları mimarisi kullanılarak tespiti 
yapılmıştır. Çalışmada AlexNet, DenseNet, ResNet, VGG16-BN ve Squeeze-
net mimarileri için eğitimler gerçekleştirilmiş karışıklık matrisi yanında çe-
şitli ölçeklerle başarı değerlendirmeleri yapılmıştır. Sonuçta en iyi doğruluk 
oranı ResNet için %99.52 olarak hesaplanmıştır [58].

Kılıç ve ark., çalışmasında narenciye ağaç yaprak hastalıklarının evri-
şimsel sinir ağları ile sınıflandırmasını gerçekleştirmiştir. Çalışmada yaprak 
görüntülerinden hastalık tespiti için evrişimsel sinir ağı modeli önerilmiştir. 
Ayrıca transfer öğrenme kullanılarak VGG16 ve AlexNet mimarileri için eği-
tim gerçekleştirmiştir ve önerilen model ile başarım kıyaslaması yapılmıştır. 
Veri seti olarak dört farklı hastalık ve sağlıklı yaprak görüntülerinden oluşan 
görüntüler kullanılmıştır. Önerilen model %82 doğruluk oranı gösterirken 
VGG16 %93, AlexNet ise %92 doğruluk oranı göstermiştir [60].

Gündüz, çalışmasında topluluk derin öğrenmesini kullanarak bitki has-
talıkları sınıflandırması gerçekleştirmiştir. 3096 görselden oluşan açık kay-
nak bir veri seti ile gerçekleştirilen çalışmada sağlıklı ve sağlıksız domates 
yaprağı resimleri kullanılmıştır. AlexNet, VGG16, ResNet mimarileri ile 
transfer öğrenme kullanılarak öznitelikler elde edilmiş daha sonra en yakın 
komşu, destek vektör makineleri, yapay sinir ağı ve torbalama (bagging) top-
lu öğrenme yöntemi kullanılarak sınıflandırma yapılmıştır.  Test edilen her 
sınıflandırıcı için farklı başarı ölçeklerinde değerlendirmeler yapılmıştır. En 
yüksek doğruluk değeri torbalama yöntemi sonucunda elde edilmiştir. En ba-
şarılı öznitelik çıkarımı ise VGG16 ile elde edilmiştir [60].

Sevli, çalışmasında elma bitkisi hastalıklarının derin öğrenme ile tespiti-
ni yapmıştır. Çalışmada evrişimsel yapay sinir ağları kullanılarak elma bitkisi 
yapraklarından oluşan görüntülerden 3 farklı hastalık türüne ait görüntüler 
yanında hastalık taşımayan elma görüntüleri için eğitim gerçekleştirilmiş-
tir. Kullanılan veri setinde 4 grupta 1821 elma yaprağı resmi bulunmaktadır. 
Model başarısı ve modelin ezberlemesinin önüne geçmek için veri artırımı 
gerçekleştirilmiştir. Önerilen model %98.76 doğruluğa ulaşmıştır [6].

Bakr ve ark. yaptığı çalışmada DenseNet mimarisini transfer öğrenme 
yöntemlerinde kullanarak evrişimsel sinir ağı sınıflandırıcı bir model geliş-
tirmişlerdir. Çalışmada veri seti olarak domates, patates ve biber görüntüle-
ri kullanılmıştır. Veri setinde hem farklı hastalıklara ait görüntüler hem de 
sağlıklı sınıf görüntülerinden oluşan 28310 yaprak fotoğrafı bulunmaktadır. 
VGG16, Inception V3, ResNet ve DenseNet derin öğrenme mimarilerini 
kullanarak transfer öğrenme yöntemleri ile farklı modeller oluşturdukları 
modelde sonuçları başarı kriterlerine göre karşılaştırmışlardır. Çalışma so-
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nucunda en yüksek doğruluk oranı %98.7 ile DenseNet mimarisinin kulla-
nıldığı modelde elde edilmiştir [68].

Hu ve ark. çalışmalarında çay yaprağı hastalıklarını tespit için derin ev-
rişimsel sinir ağına dayal bir yöntem önermişlerdir. Çalışmada ortaya konan 
modelin parametre sayısı VGG16 ve AlexNet derin öğrenme mimarilerine 
göre önemli ölçüde azalmıştır. Yöntemin hastalık tanımlamada doğruluk 
oranı %92,5 ile geleneksel makine öğrenmeleri ve klasik derin öğrenme yön-
temlerine göre önemli ölçüde yüksek çıkmıştır [69].

 4.1.2 Derin Öğrenme Teknikleri ile Ağaç Dal ve Meyve Tabanlı Bitkisel 
Hastalık Çalışmaları

Literatürde derin öğrenme ile bitki hastalık tespiti çalışmaları genellikle 
yaprak hastalıkları üzerine yapılmış olmakla birlikte bazı çalışmalarda mey-
ve resimleri kullanıldığı görülmektedir. 

Türkoğlu ve ark. çalışmalarında derin evrişimsel sinir ağı kullanarak ka-
yısı hastalıklarının sınıflandırılmasını gerçekleştirilmiştir. Çalışmada kayısı 
meyvesi ve kayısı ağaçlarının resimleri alınarak oluşturulan veri setinden fay-
dalanılmıştır.  Türkoğlu ve ark. yaptıkları çalışmada meyve görüntülerinin 
yanı sıra ağaç ve dal görüntülerinden de oluşan bir veri setinden faydalan-
mıştır. Kayısı hastalıklarının tespiti için derin evrişimsel sinir ağlarına dayalı 
evrişim, relu, normalizasyon, havuzlama ve tam bağlı katmanlardan oluşan 
bir model önerilmiştir. Modelde evrişim katmanında çeşitli boyutlarda beş 
farklı filtre kullanılmıştır. Çalışma çoklu disiplinler arası olarak yürütülmüş 
ve farklı üniversitelerin farklı fakülteleri birlikte çalışarak özgün bir veri seti 
oluşturulmuştur. Yapılan çalışma sonucunda önerilen modelin geleneksel 
modellere göre daha yüksek başarı değerleri vermiştir [54].

Aslan çalışmasında derin öğrenme ile şeftali hastalıklarının tespitini 
gerçekleştirmiştir. Veri seti Malatya, Bingöl ve Elazığ illerinden elde edilen 
monilya ve koşnili hastalıklı ağaçların dal ve meyve görüntülerinden oluşan 
resimlerden oluşmaktadır. Aslan yaptığı çalışmada ağaç ve dal görüntüleri 
yanında hastalıklı meyve görüntülerinden de faydalanmıştır [56]. Çalışma-
da kullanılan özgün veri setinin hazırlanmasında Ziraat fakültesinden fay-
dalanılmıştır.  Çalışmada şeftali ağacı hastalıklarının tespiti için Alexnet ağ 
mimarisini temel alan bir evrişimli sinir ağı yöntemi kullanılmıştır.  Çalış-
ma sonucunda %99.30 doğrulukta hastalık tespiti yapabilen ve literatürdeki 
çalışmalardan daha başarımı yüksek bir derin öğrenme ağı elde edilmiştir.

4.2 Derin Öğrenmede Uygulamaya Dönük Çalışmalar

Derin öğrenme kullanılarak yapılan bitki hastalıkları çalışmaları ince-
lendiğinde bazı çalışmalarda model oluşturup geliştirmenin yanında saha 
uygulamalarına dönük çalışmaların olduğu görülmektedir. Bu çalışmalar, 
gömülü sistem ve robotik çalışmaları olabildiği gibi mobil uygulama ve nes-
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nelerin interneti uygulamalarına dönük çalışmalar da olabilmektedir. Bu 
çalışmaları Insansız hava aracı (IHA) tabanlı, Insansız kara aracı (IKA) ça-
lışmaları, Mobil uygulama çalışmaları, Nesnelerin interneti (IOT) şeklinde 
sınıflandırmak mümkündür.

Mattihalli ve ark. yaptıkları çalışmada gömülü sistemlere dayalı olarak 
yaprak hastalıklarının tespitini gerçekleştirmişlerdir. Çalışmada Raspberry 
pi isimli geliştirme kartı ve bu karta bağlı kamera modülü kullanılarak elde 
edilen görüntülerden yine aynı kart üzerinde işlenerek hatalık tespiti gerçek-
leştirilmiştir. Aynı zamanda kart üzerine yerleştirilen farklı sensör bileşen-
leri sayesinde elde edilen ortam değerlerine dayalı olarak otomatik sulama 
ve ilaçlama yapan otonom bir sistem geliştirmişlerdir [70]. Nalawade ve ark. 
yaptıkları çalışmada gömülü sistemler ve sensörlerden faydalanarak bitki-
lerdeki hastalıkları tespit edebilen ve %98.07 doğruluk oranlarına ulaşan bir 
akıllı tarım uygulaması geliştirmişlerdir [71].

4.2.1 İHA ve İKA Tabanlı Çalışmalar

Tarımda insansız hava araçlarının (IHA) kullanılması ile uzaktan tespit 
ve teşhisin yapılması tarımdaki gelişmeleri önemli oranda ilerletme potansi-
yeline sahiptir. Tarımda IHA’ların kullanılması verilerin maliyet etkin olarak 
hızlı bir şekilde elde edilmesini ve geleneksel yöntemlerle elde edilemeyecek 
görüntülerin elde edilebilmesini sağlamaktadır. Insansız hava araçları ile bir-
likte nesnelerin interneti uygulamalarının harmanlanması tarımda meydana 
gelecek büyük değişikliklere işaret etmektedir. IHA ile elde edilen görüntüler 
yüksek zamansal ve uzamsal niteliklere sahiptirler [72]. Akkamış ve ark. göre 
IHA’nın kullanım alanlarına arasında fenotipleme çalışmaları, verim tahmi-
ni, bitki besleme ve sulama, bitki örtüsü tahmini, bitki sayımı, bitki koruma 
çalışmaları sayılabilir [73].

Mevcut çalışmalarda hastalık tespitinde IHA kullanımı pek görülme-
mektedir. Bunun ana sebebi IHA görüntülerinin uzaktan çekimler olması 
ve hastalık tespiti için daha yakın çekimlere ihtiyaç duyulmasıdır. Hasan ve 
ark. çalışmasından konvolüsyonel sinir ağı kullanarak çiftliklerdeki yüksek 
hastalık alanını etkili bir şekilde belirlemek amacıyla IHA tabanlı akıllı ta-
rım sistemi geliştirmiştir [74]. Çalışmada IHA’lar infrared kameralarla çiftlik 
fotoğrafları çekmiş ve fotoğraflar ZigBee ağı ile işlem merkezine aktarılmış-
tır. Çalışmada belirlenen enfeksiyon seviyesine göre yine IHA’lar ile bölgeye 
pestisitler püskürtülerek müdahalede bulunması amaçlanmıştır. Çalışmada 
veri kümesi olarak 2100 adet domates yaprağı fotoğrafının yanında Hindis-
tan’daki çiftliklerden elde edilen 500 adet IHA görüntü birlikte kullanılmış-
tır. Çalışmada Inception ağ mimarisi transfer öğrenme yöntemiyle eğitilmiş-
tir. Türkoğlu ve ark. kayısı hastalıkları üzerine yaptığı çalışmalarında kayısı 
ağaç resimleri elde ederken IHA fotoğraflarından faydalanmıştır [54].

Akkamış ve ark. çalışmalarında insansız hava araçları ve tarımsal uy-
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gulamalarda kullanımı konusunu ele almıştır. Çalışmada ilk olarak insan-
sız hava araçları hakkında temel düzeyde bilgi verilmiş ve tarımdaki kulla-
nımları ile potansiyel kullanımlarından bahsedilmiştir. Çalışmanın sonraki 
bölümlerinde IHA ile alınan görüntüler kullanılarak bitki hastalıklarındaki 
şiddet belirleme ve değerlendirmesini yapan derin öğrenme algoritmaları 
incelenerek geleneksel görsel değerlendirmeden daha başarılı sonuçlar elde 
edilmiştir [73].

Doğan ve ark. çalışmalarında IHA ile multispektral kameralardan sağ-
lanan görüntüler yardımıyla bitki türlerini sınıflandırma çalışmasını gerçek-
leştirilmiştir. Yonca ve soya bitkilerinin fotoğraflarını IHA kameraları ile 
edinmişlerdir ve geleneksel yapay zekâ algoritmaları ile sınıflandırması ya-
pılmıştır. Derin öğrenmenin kullanılmadığı bu çalışmada türlerin sınıflan-
dırma işlemi sınıflandırma klasik yöntemlerle gerçekleştirilmiştir [75].

T.C. Tarım ve Orman Bakanlığı ile Istanbul Teknik Üniversitesi ortak-
lığında yürütülen Tarımsal Izleme ve Bilgi Sistemi Projesi (TARBIL) projesi 
kapsamında desteklenen projelerin birçoğunda derin öğrenme algoritmala-
rının kullanıldığı ve eğitilen modellerin insansız araçlarda kullanıldığı gö-
rülmektedir. Durmuş ve ark., “Derin Öğrenmeyi Kullanarak Domates Bit-
kilerinin Yapraklarında Hastalık Tespiti” adlı TARBIL destekli çalışmasında 
domates bitkisinin hastalıklarını tespit için derin öğrenme algoritmaları kul-
lanmıştır. Çalışmada AlexNet ve SqueezeNet derin öğrenme mimarileri kul-
lanılarak açık kaynak veri setleri ile modeller eğitilmiştir. On farklı sınıftan 
oluşan veri seti Nvidia Jetson TX1 kartı üzerinde eğitilmiş ve test edilmiştir 
[5]. Aynı temeller üzerine yapılan bir başka çalışmada sera içerisinde otonom 
bir şekilde dolaşarak bilgi toplayan ve seranın haritasını çıkaran bir insansız 
kara aracı (IKA) tasarlanmıştır. IKA otonom veya manuel olarak sera içinde 
hareket edebilmekte ve RGB-D harita çıkarmanın yanında nem, sıcaklık ve 
ışık verilerini de toplamaktadır [76]. Durmuş ve ark. tarafından yürütülen 
TARBIL destekli bir başka projede gübrelemeden hastalık teşhisi ve müda-
haleye kadar birçok işleve sahip bir insansız kara aracı geliştirilmiştir. Ça-
lışmada sistemlerin yerlilik oranının da arttırılması hedeflenmiştir. Çalışma 
nesnelerin interneti uygulamalarını da içerisinde barındırmaktadır. Insansız 
kara aracına ait görsel Şekil 2’de verilmiştir. [77].
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Şekil 2. a) Otonom veri toplayan insansız kara aracı. b) Derin öğrenme destekli 
insansız kara aracı.

Tarımsal Araştırmalar ve Politikalar Genel Müdürlüğü (TAGEM) deste-
ğinde gerçekleştirilen kendi yürü pülverizatör projesinde çiftçilerin ilaçlama 
konusunda yetersiz bilgi sahibi olması, gerekli yönlendirmeleri yapabilecek 
personel sayısının yetersiz oluşuna ve çiftçilerin doğrudan zirai ilaçlara ma-
ruz kalmasının meydana getireceği olumsuzluklara bir çözüm bulmak ama-
cıyla uzakta kumanda edilebilen otomatik ilaç püskürtme kabiliyetine sahip 
bir insansız kara aracı geliştirilmiştir. Çalışmada henüz yapay zekâ ve derin 
öğrenme algoritmaları kullanılmamıştır. Imal edilen insansız kara aracına 
ait görüntü Şekil 3’te verilmiştir [2].

Şekil 3. Örtü altı kumandalı otomatik ilaçlama sistemli insansız kara aracı.

4.2.2 Mobil Uygulamalar ve Nesnelerin İnterneti Tabanlı Çalışmalar

Bitki hastalıklarında derin öğrenme üzerine yapılan çalışmalar incelen-
diğinde bu çalışmaların bazılarının mobil uygulama veya nesnelerin inter-
neti (IoT) tabanlı yapıldığı görülmektedir. Mobil uygulamalar ile daha önce-
den eğitilmiş derin öğrenme algoritmaları gerçek ortamlarda uygulama alanı 
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bulabilmekte, çiftçiye yol gösterici mobil uygulamalar oluşturulabilmektedir. 
IoT tabanlı uygulamalar ise çıtayı bir üste taşıyıp sensörlerden alınan verile-
rin sunuculara, mobil cihazlara, gömülü sistemlere, robotik ve otonom sis-
temlere ulaştırılmasını, buralarda derin öğrenme algoritmalarının devreye 
girerek destek ve karar mekanizmasına katılmasını sağlayabilmektedir.

Chouhan ve ark. çalışmalarında bulanık tabanlı fonksiyon ağı ile nesne-
lerin interneti etkileştirerek bitki yaprakarında hastalık tespiti yapan bir sis-
tem geliştirmiştir. Çalışmada ağın eğitim süreci Firefy algoritması kullanıla-
rak daha verimli hale getirilmiştir. Kullanılan yöntem mevcut yöntemlerden 
daha yüksek başarı oranı sergilemiştir [78].

Ülkemizde yürütülen Hassas tarım projeleri kapsamında bitki hastalık-
larını önleme ve zararlılarla mücadele etmek için kullanılan kimyasalların 
sensör ve derin öğrenme teknolojileri ile çevreye daha duyarlı bir şekilde uy-
gulanmasına yönelik çalışmalar bulunmaktadır. Ülkemizde yürütülen diğer 
bir yüksek teknoloji tarım projesi ise Merkezi Dane Kaybı Izleme ve Takip 
Sistemidir. Hasatta tahmini 1,77 milyon ton dane kaybı yaşanmaktadır. Pro-
jede bulut tabanlı IoT uygulamalar kullanılarak hasat yapan biçerdöverden 
gelen veriler anlık olarak merkeze aktarılarak hasat durum bilgisi ve biçerdö-
verin konum bilgisi üzerinden değerlendirme yapılmaktadır. Diğer bir proje-
de ise buğday zararlılarında süneyle mücadelede yapay zeka ve derin öğrenme 
algoritmaları kullanılarak tahmin ve uyarı sistemi oluşturulmuştur [2]. Kimi 
çalışmalarda ise mobil cihazlar sadece veri toplamak için kullanılmıştır. Sibi-
ya ve ark., yaptıkları çalışmada mısır yaprağı görüntüleri mobil cihaz ile elde 
etmişlerdir. Elde edilen görüntüler ile evrişimsel sinir ağı eğitilerek %92.85 
doğruluk oranına ulaşmışlardır [79].

T.C. Tarım ve Orman Bakanlığı ile Istanbul Teknik Üniversitesi ortak-
lığında yürütülen Tarımsal Izleme ve Bilgi Sistemi Projesi (TARBIL) projesi 
kapsamında uydulardan alınan gerçek zamanlı bilgiler derin öğrenme algo-
ritmalarının da kullanımı ile faydalı bilgilere dönüştürülüp çiftçilere saatlik 
ve günlük bilgi mesajları gönderilmesini bu sayede gübre, ilaç ve su tasarrufu 
sağlamaktadır. Güneydoğu Anadolu bölgesinde sahada bulunan istasyon-
lardan alınan ve işlenerek yorumlanan veriler hassas rekolte hesabı yapma 
imkanı sağlamaktadır. Çiftçilere sağlanacak tabletler ile ilaç ve gübre gibi 
uygulamaların anlık kaydı ve takibini yapma ve çiftçinin kendi tarlasındaki 
durumu dijital ortamda görüntüleme imkânı sağlanmaktadır [51]. TARBIL 
projesinde IoT tabanlı uygulamaların da sistem içine dahil edildiği görül-
mektedir. Sistemdeki tüm cihazlar IoT tabanlı sistemler ile araştırma merke-
zine veri aktarmaktadır. Aynı zamanda çiftçilerin mobil cihazlarına merkez 
üzerinde anlık bilgiler gönderilmektedir [77].
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5. Sonuç

Bitki hastalıklarını tespit ve teşhise yönelik yapılan mevcut çalışma-
lar incelendiğinde bu çalışmaların bir kısmının renk, doku şekil gibi temel 
özellikleri ele alarak geleneksel yapay zekâ yöntemleri ile problemi ele aldığı 
görülmektedir. Ancak bu yöntemlerin birçok uygulamasında ideal şartlarda 
çekilmiş fotoğrafların kullanıldığı görülmekte ve bu açıdan pratikte kullanı-
labilirliklerinin düşük olduğu anlaşılmaktadır. Bu sebeple birçok konuda ol-
duğu gibi bitki hastalıklarının tespit ve teşhisine yönelik çalışmalarda da ya-
pay zekada derin öğrenme uygulamalarının daha umut vadettiği söylenebilir.

Yapay zekada derin öğrenme uygulamalarında mevcut çalışmalar ince-
lendiğinde çalışmaların büyük bir kısmının açık kaynak veri setleri ile ya-
pıldığı ve daha çok model oluşturma ve bu modelleri mevcut derin öğrenme 
mimarilerinin sonuçları karşılaştırma şeklinde çalışmaların yapıldığı görül-
mektedir. Bazı çalışmalarda ise derin öğrenme algoritmaları gömülü sistem-
lere entegre edilerek insansız araçlar ve otomasyon sistemleri geliştirilmiştir. 
Geliştirilen sistemlerin bir kısmında IoT teknolojileri de entegre edilmiştir. 
Devlet veya şirket destekli projelerde ise uydu teknolojileri gibi daha yüksek 
maliyetli teknolojiler tüm bu sistemlerle birlikte kullanılmışlardır. 

Tarım sektöründe dijitalleşme, mevcut potansiyelden en üst düzeye fay-
dalanılabilmesi için son derece önemlidir. Bu nedenle, tarım sektöründe diji-
talleşmeyi yaygınlaştırmak ve desteklemek gereklidir. Küçük çiftçilere destek 
sağlanmalı, arazi, teknoloji ve piyasalara eşit erişim imkânları sunulmalı ve 
sürdürülebilir tarım uygulamaları teşvik edilmelidir. Ayrıca, bitki hastalık-
larıyla mücadelede derin öğrenme yöntemlerinin kullanılması da tarımda ve-
rimliliği artırmak için önemli bir adımdır.

Tarım sektöründeki verimliliği artırmak ve bitki hastalıklarının önlen-
mesi için altyapı ve teknolojiye yatırım yapılmalıdır. Tarım makineleri en-
düstrisinde yeterli ölçüde Ar-Ge çalışmaları yapılmamaktadır ve bu alanda 
daha fazla ürün geliştirme odaklı çalışmalara ihtiyaç vardır. Bununla birlik-
te, bitki hastalıklarının önlenmesi ve kontrol edilmesi için derin öğrenme 
tekniklerinin kullanılması da büyük önem taşır. Bitki hastalıkları tarımsal 
üretimi olumsuz etkileyebilir ve hasar verebilir. Derin öğrenme yöntemleri, 
bitki hastalıklarının erken teşhisinde ve tanımlanmasında etkili bir şekilde 
kullanılabilir. Bu teknikler, bitki hastalıklarının belirtilerini ve patojenlerini 
tanımak için büyük miktarda veriyi analiz edebilir ve böylece hastalıkların 
yayılmasını önleyebilir veya müdahale sürecini hızlandırabilir.

Tarım sektöründeki dijitalleşme ve derin öğrenme tekniklerinin birle-
şimi, daha verimli ve sürdürülebilir tarım uygulamalarının geliştirilmesine 
yardımcı olacaktır. Bu sayede rekabetçi bir üretim sağlanabilir ve bitki hasta-
lıklarının kontrol altına alınması konusunda önemli adımlar atılabilir. Tarım 
sektöründe yapılan Ar-Ge çalışmaları ve teknolojiye yatırım, gelecekte tarım-
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sal üretimde daha etkili ve güvenilir bir şekilde bitki hastalıklarıyla mücadele 
etmemize olanak sağlayacaktır.

Türkiye tarımında dijitalleşmenin mevcut durumunu tespit etmeyi, iyi 
uygulama örneklerini ortaya koymayı ve Ulusal E-Tarım Stratejisinin gelişti-
rilmesini amaçlamaktadır. Bitki hastalıklarının derin öğrenme yöntemleriyle 
mücadelesinin de dâhil edildiği bu süreçte, tarım sektöründe dijitalleşme ve 
teknolojik gelişmelerin kullanımı, bitki hastalıklarıyla etkili bir şekilde mü-
cadele etmemizi sağlaması beklenmektedir. Derin öğrenme teknikleri, bitki 
hastalıklarının erken teşhisini ve tanımlamasını destekleyerek tarım verim-
liliğini arttırması ve hastalıkların yayılmasını önlemesi beklenen bir durum-
dur. Türkiye’nin tarım sektöründe dijitalleşme ve derin öğrenme tekniklerini 
kullanarak ulusal bir strateji geliştirmesi, bitki hastalıklarıyla mücadelede et-
kili bir şekilde ilerlemesini sağlayacaktır.
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1. Giriş

Evrimsel hesaplama, adından da anlaşılacağı üzere, bilgisayar bilimi 
içinde doğal evrim sürecinden esinlenen önemli bir araştırma alanıdır. Evri-
min gücünden kaynaklı bazı bilgisayar bilimciler çeşitli problemlerin çözü-
münde güçlü bir çözüm yöntemi oluşturmak için ilham kaynağı olarak doğal 
evrimi seçmişlerdir. Evrimin gücü, dünyamızda yer olan birçok türün hayat-
ta kalma sürecinde net bir şekilde görülmektedir (Spear vd., 1993). Evrim-
sel bilişimin temel anlayışı, bu güçlü doğal evrimi belirli bir problem çözme 
tarzıyla ilişkilendirmesinde yatmaktadır. Doğal evrimde belirli bir çevrede, 
hayatta kalmak ve üremek için çabalayan bireylerden oluşan bir popülasyon 
bulunmaktadır. Bu bireylerin gelecek nesiller için uygunluğu çevre tarafın-
dan belirlenir ve bu uygunluk bireylerin o çevreyle ne kadar uyumlu oldukla-
rı ile doğru orantılıdır. Başka bir deyişle, bu uyum hayatta kalma ve çoğalma 
şanslarını temsil eder (Bäck vd., 1997). 

Darwinci evrimin bileşenlerinin modellenmesi ve bunun mühendislik 
ve optimizasyon tekniklerine uygulanması evrimsel hesaplama örnekleridir. 
Doğadan ilham alan hesaplama paradigmalarından biri de evrimsel hesap-
lamadır. Sembolik yapay zekadan ayırmak için, doğadan esinlenen bu he-
saplama yöntemi, yapay sinir ağları ve sürü zekası gibi yöntemleri kapsayan 
yumuşak hesaplama veya hesaplamalı zeka olarak da adlandırılmıştır. Tek-
nik olarak konuşmak gerekirse, sezgisel arama ya da deneme yanılma yoluyla 
arama, evrimsel hesaplamanın ta kendisidir. Evrimsel hesaplama sürecinde 
birçok deneme yapılır ve bu denemeler potansiyel çözümleri temsil ederken, 
hata ise bir denemenin amaçlanan sonuçtan ne kadar uzak olduğunu ölçer. 
Hata, hangi denemelerin daha fazla deneme üretmek için kullanılacağını seç-
mek için kullanılır. Bu açından hatanın doğru tespit edilmesi çok önemlidir. 
Temel kural, hatayı daha da azaltma şansının en yüksek olduğu yolun, en 
düşük hatalara sahip önceki denemeleri değiştirerek yeni denemeler üretmek 
olduğudur (Slowik and Kwasnicka, 2020)

1.1. Evrimsel Hesaplamanın Kısa Tarihçesi

Evrimsel hesaplama alanında Darwinist prensiplerin çeşitli problem 
çözme süreçlerine uygulanma fikri 1940’lı yıllara kadar uzanmaktadır. Bu 
dönemde, Turing 1948’de “genetik veya evrimsel arama” kavramını önermiş-
tir (Sterrett, 2017). Evrimsel hesaplama alanı, 1950’ler ve 1960’larda bilgisa-
yarlarda evrim sürecini kullanma amacıyla yapılan birkaç bağımsız girişimle 
başlamıştır. 1990’ların başlarından itibaren evrimsel hesaplama yöntemlerine 
genetik programlama (GP) olarak adlandırılan yeni bir yöntem eklenmiştir. 
Bu yaklaşımlar, seçim yöntemi, izin verilen mutasyonlar ve genetik verilerin 
temsili bakımından farklılık gösterir.

Evrim ve rekombinasyon yoluyla optimizasyon üzerine bilgisayar deney-
leri 1962 yılında Bremermann tarafından gerçekleştirilmiştir (Bremermann, 
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1962). Bu amaç için yaklaşık aynı zamanda ve üç farklı yerde üç yöntem geliş-
tirilmiştir. Bu yöntemler arasında genetik algoritma (GA)’lar, evrimsel prog-
ramlama (EP) ve evrimsel stratejileri (ES)’ bulunmaktadır. 1960’ların başında 
Fogel, Owens ve Walsh bu kavramın Amerika Birleşik Devletleri’ndeki üç 
farklı uygulamasını EP olarak duyururken, Holland kendi yaklaşımını gene-
tik algoritma olarak adlandırmıştır (Holland, 1962c). Rechenberg (1965) ve 
Schwefel (1968) bu dönemde Almanya’da EP’yi bulmuşlardır. Bu girişimler 
yaklaşık 15 yıl boyunca ayrı ayrı gelişmiştir ancak 1990’ların başlarından iti-
baren evrimsel hesaplama olarak bilinen bu teknoloji, bu alandaki tüm farkrlı 
yaklaşımları içeren bir alan olarak kabul edilmeye başlanmıştır. 

1.2. Evrimsel algoritma nedir?

Evrimsel algoritmalar, doğal evrim sürecini taklit eden karmaşık ve iyi 
adapte olmuş organik yapıların ortaya çıkmasındaki ana süreçtir. Bu algorit-
malar evrimin yeni genetik bilginin oluşturulması ile değerlendirilmesi ve 
seçilmesi arasındaki etkileşimin sonucudur. Bu algoritmaların çözmesi gere-
ken her bir problem için problemin çözümü, arama uzayı denilen olası aday 
çözümlerin bir uzayında bulunur. Evrimsel algoritma, aşağıdaki temel adım-
ları izleyerek arama uzayında bulunan en iyi çözümleri arar (Back vd., 1997). 

Evrimsel algoritmaların birçok farklı versiyonu bulunmaktadır. Bu tek-
niklerin hepsinin temelinde aynı fikir bulunmaktadır. Bu fikre göre sınırlı 
kaynaklara sahip bir ortamda bulunan bireylerden oluşan bir popülasyon, bu 
kaynakları elde etmek için rekabet içine girdiğinde en uygun olan bireyin 
hayatta kalması anlamına gelen doğal seçilimi tetikler (Vikha, 2016). Bu da 
popülasyonun uygunluğunun artmasına neden olur. Maksimize edilmesi ge-
reken bir kalite fonksiyonu verildiğinde, aday çözümlerin bir kümesi rastge-
le oluşturabilir ve ardından bu elemanlara bir soyut uygunluk ölçüsü olarak 
kalite fonksiyonunu uygulanır. Uygunluk (amaç) fonksiyonunun değeri ne 
kadar yüksekse, o kadar iyidir. Bu uygunluk değerlerine dayanarak daha iyi 
adaylardan bazıları gelecek neslin başlangıcını oluşturmak üzere seçilir. Bu, 
onlara rekombinasyon ve/veya mutasyon uygulanarak yapılır (Goings ve Of-
ria, 2009).

Evrimsel sistemlerin temelini oluşturan iki ana kuvvetten biri popülas-
yon içinde gerekli çeşitliliği ve yeniliği oluşturmak için kullanılan rekombi-
nasyon (çaprazlama) ve mutasyon operatörleridir. Diğeri ise seçim operatörü-
dür. Rekombinasyon seçilmiş iki veya daha fazla aday üzerinde uygulanan bir 
operatördür ve çocuk olarak adlandırılan yeni adayları üretir (Kang, 2022). 
Rekombinasyon bir ebeveynin belirli kısımlarını başka bir ebeveynin belirli 
kısımları ile yeniden birleştirme işlemidir. Rekombinasyon, veri yapısındaki 
pozisyonlar sabit olduğunda, örneğin sabit uzunluktaki bir ikili dizide veya 
belirli bir set gerçel değerli parametrede olduğunda, homolog kromozomal 
rekombinasyonla benzerlik gösterebilir. Mutasyon bir aday üzerinde uygula-
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nır ve bir yeni aday oluşmasını sağlar (Kora ve Yadlapalli, 2017). Mutasyon, 
bir dizedeki sembollerin durumunu değiştirme işlemidir, örneğin, bir ikili 
dizide belirli bir biti 0’dan 1’e veya tam tersine çevirme işlemi buna örnek ve-
rilebilir. Dolayısıyla, rekombinasyon ve mutasyon operasyonlarını ebeveynler 
üzerinde gerçekleştirmek, yeni adayların bir kümesinin oluşturulmasına yol 
açar. Bu adayların uygunlukları değerlendirilir ve daha sonra eski olanlarla 
rekabet ederler. Bu süreç, yeterli kalitede bir aday bulunana kadar veya önce-
den belirlenmiş bir hesaplama limitine ulaşılana kadar tekrarlanabilir (Srini-
vas ve Patnaik, 1994). Varyasyon ve seçimin bir araya gelmesi genellikle ar-
dışık populasyonlarda uygunluk değerlerinin iyileşmesine yol açar. Evrimsel 
süreç, çevreye giderek daha iyi adapte olmuş bir populasyonu ortaya çıkarır. 
Evrimsel algoritmalarda kullanılan operatörler ilerleyen bölümlerde daha da 
ayrıntılı olarak anlatılacaktır. 

Bir evrimsel sürecin birçok bileşeni rastgeledir. Örneğin, seçim sırasın-
da en iyi bireyler belirlenmez, tipik olarak zayıf bireylerin bile ebeveyn olma 
veya hayatta kalma şansı vardır. Rekombinasyon sürecinde, hangi parçaların 
ebeveynlerden seçilip birleştirileceği rastgele yapılır. Benzer şekilde, mutas-
yon için hangi parçaların bir aday çözüm içinde değiştirileceği ve bunların 
yerine gelecek yeni parçaların seçimi de rastgele yapılır. Bir evrimsel algorit-
manın genel sözde kodu Şekil 1’de verilmiştir. 

Şekil 1. Evrimsel algoritmanın genel sözde kodu 

Uygunluk fonksiyonu, arama uzayında bulunan bir çözümün kalitesinin 
sezgisel bir sürece uygun tahmin edilmesini sağlar ve arama süreci, varyas-
yon ve seçim operatörleri tarafından yönlendirilir. Evrimsel algoritmalar aşa-
ğıdaki bir dizi genel özelliğe sahiptir:

• EA’lar populasyon tabanlıdır, yani aynı anda bir dizi aday çözümü 
işlerler.

• Çoğu EA rekombinasyon kullanır, iki veya daha fazla aday çözümün 
bilgisini karıştırarak yeni bir çözüm oluşturur.

• EA’lar stokastiktir, yani rastgeledirler.
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Bir problemin çözülmesi için arama uzayının ve amaç fonk-
siyonunun ne olduğunu açık bir şekilde belirlenmelidir. Örneğin, 
eğer f(x,y) = sin (x3-5x-16) tan (-15y + y3 - 12) fonksiyonunun -1 ≤ x 
≤1  ve 0 ≤ y ≤ 1 aralıklarında maksimum değeri bulunmaya çalışılırsa  
arama uzayı bu aralıklar arasındadır ve amaç fonksiyonu f(x,y) olarak ifa-
de edilir. Bu durumda, arama uzayı, x ve y değişkenlerinin belirli aralıklar-
da alabileceği değerleri içerir. Amaç fonksiyonu, bu x ve y değerlerini alarak 
hesaplanan değerlerden oluşur ve optimize etmek istediğimiz değeri temsil 
eder. Yani, belirli x ve y değerlerini seçerek amaç fonksiyonunu hesaplanabilir 
ve bu değerleri optimize etmek için arama sürecini başlatabiliriz. Daha farklı 
bir örnek vermek gerekirse, evrim mantığı ile bir yapay sinir ağında girişler 
ve çıkışlar arasındaki optimum eşleştirmeyi gerçekleştirmeye çalışırken, bu 
problemdeki arama uzayı ağın ağırlıkları ve topolojisi kümesidir (Altenberg, 
2016). 

Arama uzayı, daha önce örneklenmiş ve değerlendirilmiş noktalar kulla-
nılarak değerlendirilecek yeni noktalar oluşturularak araştırılır. Algoritma-
daki belirli bir veri yapısı, arama uzayındaki her noktanın somut bir temsili 
olarak hizmet eder ve bu veri yapısını gelişigüzel değiştiren varyasyon ope-
ratörleri yeni noktalar üretir. Seçim operatörünün görevi, hangi aday çözüm-
lerin varyasyon operatörlerine tabi tutulacağını belirlemektir. Ortaya çıkan 
popülasyonun amaç fonksiyonu değerleri, yeni bir örnek oluşturmak için 
varyasyon operatörü kullanılarak hesaplanır ve daha iyi amaç fonksiyonu de-
ğerine sahip örnek, sonraki örneği oluşturmak için seçilir. Bu, iterasyonlar 
boyunca istenen sonuç elde edilene kadar devam eder.

2. Evrimsel Algoritmaların Genel Bileşenleri

Bu bölümde EA’ların temel bileşenleri daha ayrıntılı bir şekilde anlatıl-
mıştır. EA’ları oluşturan bileşenler, belirli bir problemi çözmek için kulla-
nılan popülasyon tabanlı bir optimizasyon yaklaşımını temsil eder. EA’lar, 
doğal seçilim ve genetik varyasyon prensiplerine dayanarak çeşitli bileşenler 
içerir. EA’ların temel bileşenleri algoritmanın popülasyonu, uygunluk fonk-
siyonu, seçim operatörü, varyasyon operatörleri olarak bilinen rekombinas-
yon operatörü ve mutasyon operatörü, sonlandırma kriteri ve yeniden üretim 
stratejileri gibi bileşenlerdir. Bu bileşenler, evrimsel algoritmaların temel yapı 
taşlarını oluşturur. Bu bileşenlerin farklı varyasyonlarla birleştirilmeleri ve 
ayarlanmaları, çeşitli problemler için uyarlanabilen özelleştirilmiş evrimsel 
algoritmaların oluşturulmasına olanak tanır.

2.1. Bireylerin Temsili

EA’yı tanımlamak için pratik problem ile EA arasında uygun bir bağlantı 
kurulmalıdır. Bunu başarmak için, başlangıçtaki problemin bağlamı ile evri-
min gerçekleştiği problem çözme ortamı arasında bir bağlantı kurulmalıdır. 
Farklı ve yönetilebilir bir problem ortamı sağlamak için, bu prosedür gerçek 



48  . Ümit Can

dünyanın birkaç bileşeninin basitleştirilmesini veya soyutlanmasını gerekti-
rebilir.

Bir bilgisayar ile genel bir problemi çözmenin ilk adımı olası cevapla-
rı bilgisayarda işlenebilir bir formatta belirlemek ve kaydetmenin bir yolunu 
bulmaktır. Genel bir EA yapısında, bir popülasyondaki bireyleri temsil eden 
genotipler çözümlerin EA’daki temsilini ifade ederken, fenotipler ise orijinal 
problem uzayındaki çözümleri ifade eder (yani, tüm potansiyel çözümler fe-
notipik uzayda yer alır). 

Bu genotiplerin ilk oluşturulduğu aşaması başlangıç aşaması denir. Feno-
tipleri ve genotipleri daha net bir şekilde açıklamak için bir örnek verilirse; tam 
sayıları içeren bir optimizasyon probleminde bu tam sayılar fenotipleri oluştu-
rur. Bu tam sayıların ikili kodlanmış karşılıkları ise genotiplerdir. Örneğin 20 
sayısı bir fenotip ise bu sayıya karşılık gelen 10100 ise genotiptir. Geçerli bir çö-
züm veya iyi bir fenotip, evrimsel süreç tamamlandıktan sonra en iyi genotipin 
çözümlenmesi ile elde edilir. Bu nedenle bir fenotipin (optimal çözümün) belir-
li bir genotip uzayında temsil edilebilir olması esastır. Bu yöntemlerde tüm olası 
çözümleri genotipler olarak ifade edilmesi beklenir (Eiben, and Smith, 2015). 

2.2. Popülasyonun Oluşturulması

Popülasyon bir evrimsel algoritmanın ana bileşenidir. Bir popülasyon 
genotiplerden oluşan bir kümeyi ifade eder. Popülasyon, potansiyel çözüm 
adaylarını içerir. Algoritmanın her bir adımında, bu popülasyon işlenir, de-
ğerlendirilir ve yeni nesil oluşturulur. Bir EA’da popülasyon olası çözümlerin 
temsilini içeren bireylerin koleksiyonudur. Her bir birey, problemin bir çö-
züm adayını temsil eder (Fogel, 1995). 

Popülasyonun özellikleri ve büyüklüğü, belirli bir problemi çözmek için 
EA’nın performansını etkileyebilir. Büyük bir popülasyon, daha geniş bir çö-
züm alanını araştırmak için daha fazla potansiyel çözüm adayını içerebilir, 
ancak hesaplama süresi artabilir. Küçük bir popülasyon, daha hızlı hesapla-
malar sağlayabilir, ancak optimal çözümü bulma olasılığı azalabilir. Bu ne-
denle, EA’nın tasarımında popülasyonun boyutu ve özellikleri dikkatlice se-
çilmelidir. Bir popülasyonda kaç birey olduğu o popülasyonun büyüklüğünü 
ifade eder. Genel olarak bir EA uygulamasında bir popülasyonun tamamı de-
ğerlendirilir ve algoritmanın uygulanması sırasında popülasyon büyüklüğü 
sabit kalır. Belirli bir popülasyonun en iyi bireyi, bir sonraki neslin başlaması 
için seçilir veya belirli bir popülasyonun en kötü bireyi, yeni biriyle değiştiril-
mek üzere seçilir. Bu popülasyon düzeyindeki etkinlik, varyasyon operatör-
lerine karşı gelir; bunlar bir veya daha fazla ana birey üzerinde işlem yapar.

2.3. Uygunluk Fonksiyonu

Uygunluk fonksiyonu basitçe, probleme aday bir çözümü girdi olarak 
alan ve çözümün söz konusu probleme göre ne kadar uygun olduğunu çıktı 
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olarak üreten bir fonksiyon olarak tanımlanır. Her bir çözüm adayının kalite-
sini ölçen bir fonksiyondur. Bu fonksiyon, bir çözümün ne kadar iyi veya kötü 
olduğunu sayısal bir değerle ifade eder (Engelbrecht, 2014). Çoğu durumda 
uygunluk fonksiyonu ve amaç fonksiyonu aynıdır, çünkü amaç verilen amaç 
fonksiyonunu maksimize veya minimize etmektir. Bununla birlikte, birden 
fazla hedef ve kısıtlamaya sahip daha karmaşık problemler için farklı bir uy-
gunluk fonksiyonları seçilebilir. Uygunluk fonksiyonunun rolü, populasyo-
nun uyum sağlaması gereken gereksinimleri temsil etmektir. Bu, seçimi temel 
alır ve böylece iyileştirmeleri kolaylaştırır (Abdullah ve Ahmed, 2019) 

Problem çözme perspektifinden bakıldığında, bu fonksiyon, evrimsel 
bağlamda çözülmesi gereken görevi temsil eder. Teknik olarak, genotiplere 
bir kalite ölçüsü atayan bir fonksiyon veya prosedürdür. Genellikle bu fonk-
siyon, karşılık gelen fenotipi oluşturmak için ters temsil ve ardından fenotip 
uzayındaki bir kalite ölçümünü içerir. 

Uygunluk fonksiyonu adlandırması orijinal problemlerin minimizasyon 
gerektirdiği durumda karışıklık yaratabilecek bir terimdir, çünkü uygunluk 
terimi genellikle maksimizasyonla ilişkilendirilir (Bottaci, 2001). Ancak ma-
tematiksel olarak, minimizasyonu maksimizasyona ve tersine döndürmek ol-
dukça basittir. Bir EA tarafından çözülmek istenen orijinal problem genellik-
le bir optimizasyon problemidir. Bu durumda, orijinal problem bağlamında 
genellikle amaç fonksiyon adı kullanılır. 

2.4. Ebeveyn Seçim Mekanizması

Popülasyondaki bireyler arasından uygun ebeveynleri seçmek için kul-
lanılır. Daha iyi uyum gösteren bireylerin seçilme olasılığı daha yüksektir. 
Ebeveyn seçiminin veya çiftleşme seçiminin rolü, bireyler arasında kaliteye 
dayalı bir ayrım yapmak, özellikle de daha iyi bireylerin bir sonraki neslin 
ebeveyni olmasına olanak tanımaktır (Hansen and Price, 1995). Bir birey, 
yavruları oluşturmak için değişime uğramak üzere seçilmişse bir ebeveyn 
olarak kabul edilir. Hayatta kalma seçim mekanizması ile birlikte, ebeveyn 
seçimi kalite iyileştirmelerini teşvik etme işine yaramaktadır. Evrimsel he-
saplama ebeveyn seçimi genellikle olasılıksaldır. Bu nedenle, yüksek kalitede-
ki bireyler, düşük kaliteye sahip olanlardan daha fazla ebeveyn olma şansına 
sahiptir. Bununla birlikte, düşük kalitedeki bireylere genellikle küçük, ancak 
pozitif bir şans verilir; aksi takdirde tüm arama çok açgözlü hale gelebilir ve 
popülasyon yerel bir eniyiye takılabilir.

2.5. Mutasyon ve Rekombinasyon 

Bu operatörler varyasyon operatörleri olarak adlandırılır ve eski birey-
lerden yeni bireyler oluşturmayı amaçlar. Bu bölümde öncelikle mutasyon 
operatörü ele alınacaktır. 
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2.5.1. Mutasyon: Önceden seçilmiş bireylerin genetik yapısını rastgele 
değiştiren bir operatördür. Bu, bir popülasyonun çeşitliliğini genişletir ve 
yeni özelliklerin ortaya çıkmasını teşvik eder. Bu operatör bir genotipe uygu-
landığında, değiştirilmiş bir mutant yavru veya çocuk yaratılır. Rastgele se-
çim içeren bir dizi eylemi içerdiğinden, mutasyon stokastiktir. Genel olarak, 
mutasyonun getirdiği değişikliklerin rastgele ve koşulsuz olması beklenir. 
Çeşitli evrimsel yaklaşımlar mutasyon için çeşitli niteliklere sahiptir. Örne-
ğin, GP’de tipik olarak hiç kullanılmazken, GA’larda genetik havuzlara yeni 
genetik materyal ekleyen bir arka plan operatörü olarak görülür. EP’de yeni 
bireyler üretebilen tek varyasyon operatörüdür.

Varyasyon operatörleri, arama uzayın da arama adımlarının evrimsel 
uygulamasını oluşturur. Bir çocuk oluşturmak, bu uzayda yeni bir çözüm 
noktasına geçmek anlamına gelir. Bazı araştırmacılara göre yeterli zaman ve-
rildiğinde Bir EA’nın belirli bir problemin global optimumunu keşfedeceğini 
düşünülür. Bu düşünce çözümü temsil eden genotipin varyasyon operatörleri 
tarafından ulaşılabileceği bu bağlantılılık özelliğine dayanır (Eiben ve Smith, 
2015).

2.5.2. Rekombinasyon

Bu operatör seçilen ebeveynler arasında genetik materyalin değiştirilme-
sini sağlar. Bu, yeni çözüm adaylarını oluşturmak için genetik bilginin birleş-
tirilmesini içerir. Rekombinasyonun temel prensibi basittir: Iki arzu edilen 
ancak birbirine benzemeyen özellik çiftleştirilirse, bir çocuk her iki arzu edi-
len özelliği de miras alabilir. Bitki ve hayvan yetiştiricileri bu fikri binlerce 
yıldır daha fazla üretkenliğe veya diğer arzu edilen niteliklere sahip türler 
yaratmak için etkili bir şekilde kullanmışlardır (Otto, ve Payseur, 2019).

Evrimsel yöntemlere uyarlanan bu varyasyon operatörü, rekombinasyon 
veya çaprazlama olarak bilinir. Bu operatör iki ebeveyn genotipinden gelen 
bilgiyi birleştirerek bir veya iki yavru genotip oluşturur. Rekombinasyon, mu-
tasyona benzer şekilde, iki ebeveynin birleştirilecek kısımlarına rastgele ka-
rar verilen stokastik bir süreçtir (Vikhar, 2016). Ayrıca, farklı EA’lar rekom-
binasyon operatörünü farklı şekillerde kullanır. Örneğin GP’de genellikle tek 
başına bir varyasyon operatörü olarak kullanılırken, genetik algoritmaların-
da ana arama operatörü olarak işlev görür. Ancak EP’de kullanılmaz. 

Evrimsel algoritmalar, rasgele rekombinasyonlarla bir dizi yavru oluş-
turur ve amaçları, geliştirilmiş özelliklere sahip olanları elde etmektir. Bazı 
yavrular istenmeyen özellik kombinasyonlarını miras alabilirken, çoğu ebe-
veynlerine benzer olabilir, elde edilmek istenen durum ise bazılarının gelişti-
rilmiş özelliklere sahip olacağıdır (Eiben ve Smith, 2015).

Vurgulanması önemli olan bir diğer husus ise varyasyon operatörleri-
nin belirli temsillere bağlı olduğudur. Dolayısıyla, farklı temsiller için farklı 
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varyasyon operatörlerinin tanımlanması gerekmektedir. Örneğin, genotipler 
bit dizileri olarak temsil ediliyorsa, bir bitin tersine çevrilmesi bir mutasyon 
operatörü olarak kullanılabilir. Ancak, olası çözümler ağaç benzeri yapılar 
kullanılarak temsil ediliyorsa, farklı bir mutasyon operatörü gereklidir.

2.6. Hayatta Kalan Seçim Mekanizması 

EA’larda kullanılan bir diğer mekanizma ise hayatta kalan seçim meka-
nizmasıdır. Bu mekanizma hangi bireylerin seçilmeyeceğini ve hangilerinin 
bir sonraki nesile aktarılacağını belirler. Yani daha uygun bireylerin popü-
lasyondan atılmamasını ve aynı zamanda popülasyonda çeşitliliğin korun-
masını sağlaması gerektiğinden çok önemlidir. Genellikle popülasyonun be-
lirli bir yüzdesini veya bir kısmını korurken geri kalan bireyleri değiştirme 
stratejisine dayanır (Haasdijk vd., 2014). Bu mekanizma evrimsel döngünün 
farklı bir aşamasında kullanılır ve seçilmiş ebeveynlerden oluşturulan yav-
ruların oluşturulmasından sonra gerçekleştirilir. Evrimsel Hesaplama’da po-
pülasyon boyutu neredeyse her zaman sabittir. Bu, bir sonraki nesile hangi 
bireylerin alınacağına dair bir seçim yapılmasını gerektirir. Genellikle kul-
lanılan iki çeşit seçim yöntemi vardır. Bunlar yaşa dayalı seçim yöntemi ve 
uygunluk temelli seçim yöntemidir. Yaşa Dayalı Seçilim’de uygunluk diye bir 
kavram kullanılmaz. Bu yaklaşım, her bireyin popülasyonda belirli bir ne-
sil boyunca kalmasına izin verildiği ve bu süre sonunda, uygunluk değeri ne 
kadar iyi olursa olsun popülasyondan çıkarıldığı varsayımına dayanmakta-
dır. Uygunluk tabanlı seçimde ise çocuklar genellikle popülasyondaki en az 
uyumlu bireylerin yerine geçer. Tipik olarak stokastik olan ebeveyn seçimiy-
le karşılaştırıldığında, hayatta kalan seçimi genellikle belirli bir düzeni izler. 
Hayatta kalan seçimi genellikle aynı zamanda değiştirme stratejisi olarak da 
adlandırılır.

2.7. Sonlandırma Kriteri

Algoritmanın ne zaman duracağını belirleyen kriterlerdir. Örneğin, be-
lirli bir uygunluk değerine ulaşma, belirli bir iterasyon sayısına ulaşma veya 
belirli bir süre geçme gibi kriterler olabilir.

3. Evrimsel Algoritma Çeşitleri

3.1. Genetik Algoritmalar

Genetik algoritma, biyolojik evrimin hesaplamalı bir modelidir ve ev-
rimsel algoritmalar içinde en yaygın kullanılanlarındandır. Bu yöntem ilk 
defa Holland tarafından tanıtılmıştır (Holland, 1975) GA’lar hem problemleri 
çözmek için bir arama yöntemi olarak hem de evrimsel sistemleri modelle-
mek için kullanışlıdır. Hesaplama ortamı doğal dünya ile karşılaştırıldığında 
oldukça basitleştirilmiş olsa da, GA’lar şaşırtıcı derecede karmaşık ve ilginç 
yapılar geliştirebilir (Forrest, 1996). Birey olarak adlandırılan bu yapılar, 
problemlere yönelik çözümleri, oyun oynama stratejilerini, görsel imgeleri 
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veya bilgisayar programlarını temsil edebilir. GA’lar esnek bir şekilde popü-
lasyon genetiği fikirlerine dayanır. Ilk olarak, bireylerden oluşan bir popülas-
yon rastgele oluşturulur. Popülasyonu oluşturan her bir birey bir bit dizisidir 
ve bu bireyler çözülmek istenen her bir problem için aday bir çözüm olarak 
düşünülebilir. Popülasyondaki bireyler arasındaki farklılıklar, bazı bireyle-
rin diğerlerine göre daha uygun olmasına neden olur. Bu farklılıklar, seçim 
olarak adlandırılan bir sonraki zaman adımında yeni bir aday çözüm küme-
sinin seçimini yönlendirmek için kullanılır. Seçim sırasında, daha başarılı 
bireylerin kopyaları oluşturularak ve daha az başarılı olanlar silinerek yeni 
bir popülasyon oluşturulur (Reeves, 2010). 

Seçim aşamasında, daha yüksek başarı oranına sahip bireylerin kopya-
ları oluşturulurken, daha düşük başarı oranına sahip olanlar çıkarılır. Ancak 
bu kopyalar birbirinin aynısı değildir. Çoğaltma süreci boyunca mutasyon, 
çaprazlama veya diğer değişikliklerin gerçekleşme potansiyeli vardır. Önce-
ki yüksek performanslı bireyleri yeni bir kümeye dönüştürerek, mutasyon ve 
çaprazlama prosedürleri, ideal olarak daha yüksek yeterlilik olasılığına sahip 
yeni bir bireyler veya örnekler grubu ortaya çıkarır. Bu değerlendirme, seçim 
ve genetik işlem döngüsü birkaç nesil boyunca yinelendiğinde, popülasyonun 
genel uygunluğu genellikle iyileşir ve bireyler uygunluk fonksiyonunda özet-
lenen soruna yönelik gelişmiş “çözümleri” somutlaştırır (Katoch vd., 2021).

3.2. Evrim Stratejileri ve Evrimsel Programlama

ES ve EP biyolojik evrim ilkelerinden esinlenen arama paradigmalarıdır. 
ES, 1960’lara kadar uzanan ve genellikle sürekli arama alanlarında karşılaşı-
lan siyah kutu optimizasyon problemlerine uygulanan evrimsel algoritmalar 
olarak bilinir. Biyolojik evrimden ilham alan ES’nin orijinal formülasyonu, 
aday çözümler popülasyonlarında mutasyon, rekombinasyon ve seçim uygu-
lama temeline dayanır (Beyer vw Schwefel, 2002).  Algoritmik açıdan bakıl-
dığında, ES, genellikle çok değişkenli normal olasılık dağılımından rastgele 
yeni aday çözümler örnekleyen optimizasyon yöntemleridir. Bu algoritmalar, 
tekrarlanan stokastik varyasyonlar ve ardından seçim sürecini uygulayarak 
optimizasyon problemlerini ele alan evrimsel algoritmalar ailesine aittir. Her 
yeni nesilde ebeveynlerinden yeni yavrular üretilir, uygunlukları değerlen-
dirilir ve daha iyi yavrular bir sonraki nesil için ebeveyn olmak üzere seçilir 
(Hansen vd., 2015).

3.3. Genetik Programlama

GP, evrimsel algoritma ailesinin nispeten genç bir üyesidir. Uygulama 
alanı ve özel temsili dikkate alındığında diğer EA yöntemlerinden farklı ola-
rak kromozom olarak ağaçları kullanır. Diğer EA yöntemleri tipik olarak op-
timizasyon problemlerine uygulanırken, GP bunun yerine makine öğrenmesi 
alanında kullanılmaktadır. Farklı problem türleri açısından açısından düşü-
nüldüğünde EA’ların çoğu maksimum getiriyi gerçekleştiren bazı girdileri 
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bulmak uygulanırken GP ise maksimum uyum sağlayan modelleri aramak 
için kullanılır. Açıkçası, maksimizasyon bir kez tanıtıldığında, modelleme 
problemleri optimizasyonun özel durumları olarak görülebilir. Bu yöntemde 
evrime uygun olarak çeşitli modeller ayrıştırma ağaçları olarak temsil edilir 
ve uygunluk değerlerini maksimize edilecek model oluşturulmaya çalışılır 
(Eiben ve Smith, 2015).

3.4. Öğrenen Sınıflandırıcı Sistemler

1975 yılında John Holland (Holland(a) 1975) tarafından icat edilmiştir. 
Paradoksal olarak GA’lar başlangıçta Öğrenen Sınıflandırıcı Sistemler (ÖS-
S)’in bir alt parçası olmasına rağmen bu sistemler GA’dan daha az bilinmek-
tedir. ÖSS’lerin ortak özelliği, işledikleri kural kümesini otomatik olarak 
oluşturabilen kural tabanlı sistemlerdir (Sigaud ve Wilson, 2007).

ÖSS problemleri çözmek için zamansal fark veya denetimli öğrenmeyi 
genetik algoritma ile birleştiren bir makine öğrenimi paradigmasıdır. Hedef 
problemin mevcut çözümünü temsil eden ve sınıflandırıcı olarak adlandırı-
lan bir koşul-eylem-tahmin kuralları popülasyonu tutarlar. Her sınıflandı-
rıcı, genel çözümün küçük bir bölümünü temsil eder. Sınıflandırıcı koşulu, 
problem alanının bir bölümünü tanımlar. Sınıflandırıcı eylemi, sınıflandırıcı 
koşulu tarafından tanımlanan alt probleme ilişkin bir kararı temsil eder. Tah-
min, sınıflandırıcının problem çözümü açısından ne kadar değerli olduğunu 
tahmin eder. Bu sistemlerde genetik algoritma, hedef problemin bir dizi alt 
probleme uygun bir şekilde ayrıştırılmasını sağlayan sınıflandırıcı koşulları 
üzerinde çalışır (Lanzi, 2008).

3.5. Differansiyel Evrim

Diferansiyel Evrim (DE), sürekli bir alanda küresel optimizasyon prob-
lemlerini çözmek için kullanılan basit ve etkili bir evrimsel algoritmadır. 
1995 yılında Price ve Storn tarafından önerilmiş ve o zamandan beri çeşitli 
problemlerin çözümünde yaygın bir şekilde kullanılmıştır (Storn ve Price, 
1995).  Bir DE’de bir popülasyondaki aday çözümler parametre vektörleri 
veya genomlar olarak adlandırılır. DE, standart bir EA tarafından kullanı-
lan aynı hesaplama adımlarıyla çalışır. Bununla birlikte, geleneksel EA’ların 
aksine DE, amaç fonksiyonunu oluştururken parametre vektörlerinin farkı-
nı kullanır. Ayrıca DE, yeni aday çözümler üretme yaklaşımı ve yavruların 
oluşturulması için açık olasılık dağılımlarının olmaması bakımından diğer 
EA’dan farklılık gösterir. Geleneksel EA’lar yavruların oluşturulmasına reh-
berlik etmek için genellikle olasılık dağılımlarına dayanır. Çaprazlama nok-
taları veya mutasyon oranları olasılıksal olarak belirlenir ve bu da stokastik 
bir arama sürecine yol açar (Das ve Suganthan, 2010). DE ise yavru oluştur-
mak için ayrı olasılık dağılımları gerektirmez. Bunun yerine, arama uzayını 
keşfetmek için rastgele seçilen bireyler arasındaki fark vektörlerini kullanır 
ve bu da onu önceden tanımlanmış olasılıklara daha az bağımlı hale getirir. 
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DE çözüm üretimi için fark vektörlerine dayanması, açık olasılık dağılımla-
rından kaçınması ve küresel popülasyon pertürbasyon yaklaşımı ile kendini 
ayırır. Bu özellikler DE’yi özellikle yüksek boyutlu ve karmaşık arama uzay-
larında sağlam ve verimli bir optimizasyon algoritması haline getirmektedir 
(Opara ve Arabas, 2019).

3.6. Parçacık Sürü Optimizasyonu

Parçacık Sürü Optimizasyonu (PSO) algoritması sürekli ve doğrusal ol-
mayan fonksiyonların optimizasyonu için Eberhart ve Kennedy tarafından 
1995 yılında önerilmiştir (Song ve Gu, 2004). Bu yöntem bir kuş sürüsündeki 
bireylerin etkileşimini simüle etmek için önerilen basit denklemlerden oluşan 
bir yöntemdir. Sürü, hızları olan bazı hacimsiz parçacıklardan oluşur. Her 
biri çözüm uzayında uygulanabilir bir çözümü temsil eder. Algoritma, par-
çacıkları çözüm uzayında hareket ettirerek optimum çözümü bulmaya çalı-
şır. Bir PSO’da görünüşe göre evrim yok gibi gözükse de, algoritmik olarak 
genel bir evrimsel algoritma çerçevesine uyum sağlar. Bu özellikleriyle diğer 
evrimsel algoritmalardan biraz farklıdır (Eiben ve Smith, 2015). PSO, her bir 
bireyin çok boyutlu arama uzayında dolaşan bir parçacık olarak soyutlandığı 
popülasyon tabanlı bir arama yöntemi sağlar. Parçacık ve komşuları tarafın-
dan çözüme yakın en iyi konumlar, diğer PSO parametreleri ile birlikte par-
çacık yörüngesini belirler. PSO yöntemi yerel ve küresel arama yöntemlerini 
birleştirerek küresel arama-keşfetme dengesini sağlamaya çalışır. Bu açıdan 
PSO, modern GA’ların bir benzeridir denilebilir (Ozcan ve Mohan, 1998).

PSO, GA’lar ve diğer evrimsel hesaplama teknikleri gibi diğer popülas-
yon tabanlı hesaplama modellerinde bulunanlarla bir anlamda ve bir derece-
ye kadar benzerlik gösteren bazı özelliklere sahip olsa da, nispeten basit olma 
avantajına sahiptir ve algoritmasının tanımlanması ve uygulanması nispeten 
kolaydır (Freitas vd., 2020).

3.7. Tahmini Dağılım Algoritmaları

Tahmini Dağılım Algoritmaları (TDA) algoritmaları ilk olarak Miihlen-
bein and PaaB (1996) tarafindan evrimsel hesaplama alanında tanıtılmışlar-
dır. TDA algoritmalarını diğer yöntemlerden ayıran en önemli özelliklerden 
biri mutasyon ve çaprazlama operatörleri bulunmamasıdır. Bunun yerine 
yeni bir popülasyon oluşturulmak istenirse bir olasılıksal dağılımdan fayda-
lanılır. EA’larda bir popülasyondaki bireylere ait farklı özellikler arasındaki 
bağlar bellekte tutulurken TDA’da ise bunlar her iterasyonda seçilen bireyler-
le ilişkilendirilen ortak olasılık dağılımı aracılığıyla ortaya konur (Larranaga, 
2002). Bu yöntemde bir arama uzayında çözümlerin olduğu bir bölgenin veya 
bölgelerin bir modelinin oluşturulabileceği düşünülür. Bu model ile birlikte 
optimum noktalar bulunabilir. Bir TDA seçilen çözümlerin çeşitli özellikleri-
nin bir temsilinden ortaya çıkan bir bir olasılıksal grafik model oluşturularak 
gerçekleştirilir. Bu tür bir model, problem değişkenlerinin alt kümeleri ara-



 . 55Bilgisayar Mühendisliği Alanında Uluslararası Teori, Araştırma ve Derlemeler

sındaki farklı etkileşim desenlerini yakalayabilir ve bu bilgiyi yeni çözümler 
örneklemek için kullanabilir (Armañanzas vd., 2008). Bu yöntem, genetik al-
goritmaların geleneksel varyasyon yöntemlerine alternatif bir yaklaşım sunar.

4. Sonuç

Evrimsel hesaplama, biyolojik evrimden ilham alan ve yapay zeka ile 
yumuşak hesaplama alanlarının bir alt dalı olan küresel optimizasyon için 
kullanılan bir algoritma ailesidir. Bu teknikler, karmaşık optimizasyon prob-
lemlerinde ve sürekli optimizasyonda yaygın olarak kullanılır ve geleneksel 
algoritmalar için çok fazla değişkene sahip problemleri çözmek için kullanı-
lır. Evrimsel hesaplama teknikleri, geniş bir problem yelpazesinde son derece 
optimize edilmiş çözümler üretebilir, bu da onları bilgisayar biliminde po-
püler hale getirir. Daha spesifik problem ailelerine ve veri yapılarına uygun 
birçok çeşidi bulunmaktadır. Evrimsel hesaplama, bilgisayar tabanlı problem 
çözme sistemlerinin tasarımında ve uygulanmasında temel unsurlar olarak 
evrimsel süreçlerin hesaplamalı modellerini kullanır.

Bu bölümde doğadaki evrimsel süreçten esinlenen evrimsel hesaplama 
alanına ve bu alan kapsamında önerilmiş evrimsel hesaplama algoritmaları-
na genel bir bakış sunulmuştur. Evrimsel hesaplama alanı çok geniş ve detaylı 
bir alan olduğundan burada sadece evrimsel hesaplamanın ne olduğundan, 
kısa tarihçesinden, bu algoritmaların genel bileşenlerinden ve literatürde kul-
lanılan evrimsel algoritma yöntemlerinden bahsedilmiştir. Böylece bu alana 
yani başlayan araştırmacılar için genel bir çerçeve çizilmiştir. 
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GİRİŞ

Bu çalışma, küresel enerji talebinin artması ve geleneksel petrol tabanlı enerji 
kaynaklarının sınırlı ve çevreye zarar veren yan etkilerinin artması nedeniyle, 
sürdürülebilir ve yenilenebilir enerji kaynaklarının önemini vurgulamaktadır. 
Bu doğrultuda, elektrikli araçların ve lityum iyon pillerin, çevre dostu ve sera gazı 
emisyonunu azaltan alternatifler olarak önem kazandığı belirtilmektedir.

Çalışma, pil teknolojisinin elektrikli araçlar ve enerji depolama sistemle-
ri için temel unsurlardan biri olduğunu vurgulamakta ve lityum iyon pillerin 
yüksek enerji yoğunluğu, verimliliği ve uzun ömürlülükleri nedeniyle tercih 
edildiğini ifade etmektedir. Bu bağlamda BMS, pil sağlık durumu, şarj duru-
mu, kullanım ömrü ve hataların tespiti gibi önemli parametreleri doğru bir 
şekilde tahmin etmek için kritik bir rol oynamaktadır.

Farklı yaklaşımların incelendiği çalışmalarda, BMS için öne çıkan iki ana 
yaklaşım model temelli ve makine öğrenimi tabanlı yöntemler olarak belirtil-
mektedir. Model temelli yöntemler, pilin elektrokimyasal dinamiklerini içeren 
detaylı pil modellerine dayanmaktadır. Diğer taraftan, makine öğrenimi ta-
banlı yaklaşımlar çeşitli modellerin veri kümeleri üzerinde eğitilerek tahmin-
lerde bulunduğu yöntemleri ifade eder. Bu bağlamda, makine öğrenimi tabanlı 
yaklaşımlar büyük veri kümelerinden öğrenme yetenekleri sayesinde daha ve-
rimli sonuçlar sunabilirken, model temelli yöntemler daha fazla özelleştirme ve 
geliştirme süreci gerektiren bir yaklaşım olarak öne çıkmaktadır.

Şekil 1: ANN: Artificial Neural Network, FFNN: Feed Forward Neural Network, 
DNN: Deep Neural Network, CNN: Convolutional Neural Network, RNN: Recurrent 
Neural Network, SVM: Support Vector Machine, EL: Ensemble learning, LR: Linear 
Regression, k-NN: k-Nearest Neighbors ; KF: Kalman Filter, EKF: Extended Kalman 

Filter, UKF: Uncented Kalman Filter, PF: Partical Filter, LO: Luenberger Observer, PIO: 
Proportional Integral Observer, SMO: Sliding Mode Observer 
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BMS üzerine yapılan her iki yaklaşımın avantaj ve dezavantajları Tablo 
1’de gösterilmiştir. Ancak son dönemlerde, ML tabanlı çalışmaların Model 
tabanlı çalışmalardan daha fazla olduğu ve özellikle hesaplama süresinin 
daha kısa olması gibi avantajları nedeniyle ML tabanlı yaklaşımların daha 
fazla tercih edildiği gözlemlenmektedir. Bu tercih, bilgisayar ortamında (sa-
nal ortamda) gerçekleştirilen deneylerin artmasından kaynaklanmaktadır. 
Bu durum da ML tabanlı çalışmaların popülaritesini artırmıştır (Sui vd., 
2021). Bu bağlamda, BMS ile ilgili yapılan ML tabanlı çalışmaların şematik 
diyagramı Şekil 1’de gösterildiği gibi daha fazla model içermektedir. Bu yön-
temlerin büyük bir kısmı, yüksek doğruluklu BMS tahminlerini LIB’lerin 
içeren senaryolarda elde etmek amacıyla kullanılmaktadır. 

Yöntem Avantaj Dezavantaj
Model-tabanlı •	 Güvenilir ve doğru

•	 Evrensel geçerlilik
•	 Kapsamlı alan bilgisi
•	 Kapsamlı alan bilgisi 

gerektirdiğinden, bu zam-
an alıcı ve ulaşılması zor 
olabilecek bir durumdur.

Data-driven •	 Kapsamlı alan bilgisi gerek-
tirmez

•	 Kapsamlı alan bilgisi gerek-
tirmediği için büyük bir veri 
setinden hızlı bir şekilde 
öğrenmek mümkündür, bu 
da geliştirme süresi açısından 
daha verimli olabilir.

•	 Tahmin edilemeyen kara 
kutu modeli

•	 Büyük miktarda veri; bu 
nedenle büyük veri küme-
leri aracılığıyla yüksek 
kalitede veri elde etmek 
zaman alıcı bir iştir.

Tablo 1: Model ve Makine Öğrenmesi Tabanlı Yöntemlerin Avantaj ve Dezavantajları

Makine Öğrenimi tabanlı bir model olan Yapay Sinir Ağları (ANN), 
özellikle lityum-iyon batarya tabanlı karmaşık sistemlerin davranışlarını ve 
etkileşimlerini modelleme yeteneği ile Batarya Yönetim Sistemleri (BMS) gibi 
kritik alanlarda önemli avantajlar sunmaktadır. Bu avantajlar, bataryaların 
performansını tahmin etme, şarj durumunu (SOC), sağlık durumunu (SOH) 
ve kullanım ömrünü (RUL) tahmin etme gibi temel BMS hedeflerini doğru 
bir şekilde gerçekleştirmeyi mümkün kılar. Bilindiği üzere, iyi bir BMS, bu 
tür tahminlerin doğru bir şekilde yapılmasıyla ortaya çıkar. Bu bağlamda, 
geniş veri setlerini işleyerek, BMS’deki önemli parametrelerin tahmininde 
ANN’in kullanılması son dönemlerde yaygınlaşmıştır (Sui vd., 2021). Ayrıca, 
ANN tabanlı BMS çözümleri, farklı batarya tipleri ve uygulama alanları için 
özelleştirilebilir ve uyarlanabilir esnek çözümler sunma yeteneği ile dikkat 
çeker. Bu nedenle, ANN’ler enerji depolama sistemlerinin etkin yönetimi için 
güvenilir ve etkili bir araç olarak kabul edilmektedir.

Derin Sinir Ağları (DNN) ise Yapay Sinir Ağı (ANN) alanında önemli 
bir gelişmedir ve çeşitli avantajlar sunmaktadır. Karmaşık ve yüksek düzeyli 
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özellikleri öğrenme yeteneği, DNN’leri büyük ve karmaşık veri setleri üzerin-
de etkili desen tanıma ve analiz yapma yeteneği ile öne çıkarır. Bu özellikler 
sayesinde, Batarya Yönetim Sistemleri’nde (BMS) hassas, doğru ve güveni-
lir tahminler yapabilme kabiliyeti artar. Hem ANN’lerin enerji depolama 
sistemlerinin yönetiminde geniş bir kullanım alanına sahip olması hem de 
DNN’lerin daha derin ve karmaşık analiz yetenekleri, BMS’lerin performan-
sını ve güvenliğini artırmada kritik bir rol oynar.

Sonuç olarak, bu çalışma, lityum iyon piller ve elektrikli araçlar gibi 
enerji depolama alanındaki önemin arttığı bir dönemde, makine öğrenimi 
tabanlı tahmin yöntemlerinin, özellikle BMS alanında, doğru ve etkin çalış-
mayı sağlama potansiyeline işaret etmektedir. Bu tür yöntemlerin, gelecekte 
pil teknolojileri ve enerji depolama çözümleri üzerinde belirleyici bir etkiye 
sahip olması beklenmektedir. Ancak, daha fazla veri kalitesi ve doğruluğu, 
uygun parametre seçimi ve pil kimyası gibi zorlukların da ele alınması gerek-
tiği vurgulanmaktadır.

Bu araştırmada, diğer bölümler aşağıdaki gibi düzenlenmiştir: Bölüm 
2, DNN yapısını ve temel bileşenlerinin neler olduğunun basit ve anlaşılır 
bir özetini sunar Bölüm 3, DNN modelini kullanarak yapılan güncel SOH 
tahminlerini ele alırken, Bölüm 4 DNN tabanlı SOC tahminlerine odakla-
nır. Pilin RUL tahminleri ise Bölüm 5’te incelenir. Bölüm 6, tüm çalışmaları 
ayrıntılı bir şekilde analiz eder ve sınıflandırma sonuçlarını detaylı bir reh-
ber niteliğinde değerlendirir. Son olarak, Bölüm 7, bu çalışmanın sonuçlarını 
sunmaktadır.

DERİN SİNİR AĞLARI

Derin sinir ağları (DNN), ANN’nin bir alt kümesidir ve genellikle çok 
katmanlı yapıları ifade eder. ANN, insan beyninin çalışma biçiminden esin-
lenerek oluşturulmuş matematiksel modellemelerdir. Bir sinir ağı, sinir hüc-
relerini (nöronlar) ve bu nöronlar arasındaki bağlantıları temsil eden ağırlık-
ları içerir. Derin sinir ağları, bu yapının daha karmaşık hale getirilmiş hali 
olarak düşünülebilir (Ivakhnenko, 1971).
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Şekil 2: Derin Sinir Ağı Modeli

 Bu tür ağlar, veri analizi, desen tanıma, sınıflandırma, tahmin ve di-
ğer karmaşık görevler için kullanılır. Her bir katmanda, girdi verileri işlenir 
ve ardışık katmanlardan geçerken daha yüksek seviyeli özellikler çıkarılır. 
Yani her katman, önceki katmandan gelen bilgileri alır ve bunları işledikten 
sonra sonraki katmana iletir. DNN’ler, temelde çoklu gizli katmanlara sahip 
Düzlemsel Ileri Beslemeli Sinir Ağlarıdır (FFNN). Bilgi, gizli katmanlardan 
geçerken bir veya daha fazla aktivasyon fonksiyonu da eklenerek, verilerden 
karmaşık özelliklerin çıkarılması için güçlü bir araç oluşturur.

Derin sinir ağlarının çalışma prensibi, temelde girdi verilerini işleyerek 
çıktı üretme sürecine dayanır. Bu süreç, katmanlar arasındaki ağırlıkların ve 
aktivasyon fonksiyonlarının işbirliğiyle Şekil 2’de goöterildiği gibi gerçekle-
şir. Işte derin sinir ağlarının temel çalışma prensibi:

Girdi Katmanı (Input Layer): Işlem başlangıcında, veriler girdi katma-
nına girer. Girdi katmanı, ham veriyi alır ve bir sonraki katmana iletilmek 
üzere işler.

Gizli Katmanlar (Hidden Layers): Derin sinir ağları genellikle bir veya 
daha fazla gizli katman içerir. Bu katmanlar, özelliklerin hiyerarşik olarak çı-
karılmasını sağlar. Her bir gizli katman, önceki katmanın çıktılarını alır, bu 
çıktıları ağırlıklar (w) ve aktivasyon fonksiyonları (f ) kullanarak dönüştürür 
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ve ardından bir sonraki katmana iletilmek üzere çıktıları oluşturur.

Çıkış Katmanı (Output Layer): En son gizli katmandan elde edilen çık-
tılar, çıkış katmanına iletildiğinde, son tahmin veya sonuç üretilir. Çıkış kat-
manı, genellikle problemin türüne göre farklı aktivasyon fonksiyonları kul-
lanır.

Derin sinir ağlarının matematiksel notasyonu, aşağıdaki şekilde göste-
rilebilir:

H = f (W ∗ X + b)

Bu denklemde, H, nöron ağının çıkışını temsil ederken, W, ağırlık mat-
risini temsil eder. Giriş matrisi ise X ile temsil edilir. b, bias matrisidir ve son 
olarak f , nöron fonksiyonunu temsil eder.

Nöron fonksiyonu, nöronun girişlerini işleyip çıkışını üreten bir fonksi-
yondur. Nöron fonksiyonu, genellikle sigmoid fonksiyonu olarak kullanılır. 
Sigmoid fonksiyonu, aşağıdaki şekilde gösterilebilir:

σ(x) = 1/(1 + exp(−x))

Sigmoid fonksiyonu, bir giriş değerinin 0 ile 1 arasında bir değer üret-
mesini sağlar. Bu, nöronların çıkışlarının sınıflandırma görevleri için uygun 
olmasını sağlar.

Derin sinir ağları, çok büyük miktarda veriye maruz bırakılarak eğitilir. 
Bu eğitim sayesinde, nöronlar, giriş verileri ile çıkış verileri arasındaki ilişki-
yi öğrenebilirler. Eğitim tamamlandıktan sonra, nöronlar, yeni giriş verileri 
verildiğinde, bu verileri işleyip çıkış verileri üretebilirler.

Batarya yönetim sistemlerinde DNN, bataryaların performansını izle-
mek, öngörmek ve yönetmek için kullanılabilir. Bu sistemler, bataryaların 
ömrünü uzatmak, enerji verimliliğini artırmak ve güvenliği sağlamak gibi 
amaçlarla kullanılır. DNN, bataryaların gerçek zamanlı durumunu izleyerek 
ve karmaşık özellikleri analiz ederek, bataryaların ne zaman bakım gerekti-
rebileceğini veya ne zaman bir sorun yaşanabileceğini tahmin edebilir.

BMS, gerçek zamanlı verileri işleyen ve DNN’nin tahmin yeteneklerini 
kullanarak batarya performansını optimize eden bir kontrol mekanizması 
içerebilir. Bu tür bir sistem, batarya ömrünü uzatmak ve enerji depolama tek-
nolojilerinin verimliliğini artırmak için büyük önem taşır.

Sonuç olarak, DNN yapay sinir ağlarının bir alt kategorisidir ve özellikle 
derin öğrenme uygulamalarında kullanılır. BMS’de ise DNN, bataryaların 
performansını izlemek ve optimize etmek için kullanılabilir.
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PİLİN SAĞLIK DURUMU

Lityum-iyon bataryaların SOH (Kalan Sağlık Durumu) tahmini için di-
ğer makine öğrenmesi tabanlı hesaplamalarla DNN (Derin Sinir Ağları) ara-
sındaki ilişki, (Khumprom ve Yodo, 2019) çalışmasında NASA Ames Prog-
nostics Center of Excellence (PCoE) veritabanını kullanarak incelenmiştir. 
(Park vd., 2020) çalışmasında önerilen yöntem, SOC ve 2C temel alınarak 
kapasite tahmini için kullanılmakta ve aynı zamanda DNN içinde çekirdek 
fonksiyonunu düzelten bir yöntemdir. Bu teknik, farklı başlangıç SOC ve 
C-hızı akımı ile bataryanın SOH’unu doğru bir şekilde değerlendirebilmek-
tedir. (Kim vd., 2018) çalışmasında ise SOH tahmini için DNN algoritması 
önerilmektedir. Bu çalışmada SOH, %100’den %80’e kadar olan beş aralığa 
bölünmektedir.

(Wu vd., 2016) çalışmasında önerilen yapı, seçilen bir polinom fonksiyonu 
ile DNN algoritmasını kullanarak hesaplamayı basitleştirir. Ayrıca, (Song vd., 
2020) çalışmasında, çeşitli sürüş modlarına sahip 700 farklı araçtan elde edilen 
bir yıllık veri seti kullanılarak DNN tarafından akıllı SOH tahmini yapılmıştır.

(Wei vd., 2022) çalışmasında, DNN kullanarak echelon kullanımlı pil-
ler için yeni bir SOH tahmin stratejisi önerilmiştir. Ayrıca, DNN tahmin-
lerinin doğruluğunu daha da artırmak için Markov zinciri hata düzeltmesi 
kullanılmıştır. (Lee vd., 2019) çalışmasında ise DNN durum sınıflandırıcısını 
kullanarak batarya hücresinin arızasını teşhis ederek SOH tahmini gerçek-
leştirilmiştir.

Potansiyel olarak bozulmuş bir batarya kullanımının getirebileceği risk-
leri önlemek amacıyla (Lee vd., 2021), DNN kullanarak SOH teşhisi için bir 
yöntem önermektedir. Bu yöntem, SOH teşhis modeli için dört farklı DNN 
modeli içerir ve bu modellerin çıktıları, deneysel süreçlerde SOC tahmini ile 
karşılaştırılır.

(Shi vd., 2021) çalışmasında, bataryaların SOH tahmininde, devre mo-
deli tabanlı bir yöntem olan genişletilmiş Kalman filtresi ve veri tabanlı bir 
model olan tamamen bağlı DNN’nin birleştirildiği hibrit bir yaklaşım öneril-
miştir. (Hsu vd., 2022) çalışmasında ise, bir bataryanın kalan ömrünü tahmin 
etmek için DNN tabanlı bir mimari geliştirilmiştir ve tek bir döngü ile %6.46 
hata oranı elde edilmiştir. 

(Xia ve Abu Qahouq, 2021) çalışmasında, DNN kullanılarak SOH göster-
geleri ile SOH değerleri arasındaki karmaşık ilişkiler çıkarılmış ve SOH için 
çoklu DNN tabanlı tahmin modelleri geliştirilmiştir. Diğer yandan, (Venu-
gopal vd., 2021) çalışmasında, sabit simülasyonlar ve donanım platformları 
kullanılarak batarya yaşlanması değerlendirilmiş ve gerçek zamanlı deney 
sonuçları, DNN tabanlı ML kullanılarak SOH tahmini ve çeşitli batarya ista-
tistikleri oluşturulmuştur.
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Bir bataryanın performansını doğru bir şekilde tahmin etmek için has-
sas metrikler önemlidir. (Lin ve Chen, 2022) çalışmasında, daha önceki çalış-
malarda SOH hesaplamasında kullanılan deşarj voltajı yerine deşarj eğrisinin 
birinci dereceden türevidi olan dQ/dV parametresi kullanılmış ve DNN, op-
timizasyon algoritması olarak kullanılmıştır.

Bu çalışmalardan anlaşılacağı gibi, DNN tabanlı yaklaşımlar, lityum-i-
yon bataryaların SOH tahmininde çeşitli yöntemler ve tekniklerin kullanıl-
dığı verimli ve başarılı bir şekilde uygulandığı gözlemlenmektedir. Bu tür 
çalışmalar, batarya sağlığının ve performansının daha iyi anlaşılması ve yö-
netilmesi için önemli bir adım olup, gelecekteki enerji depolama ve elektrikli 
araç teknolojilerinde sürdürülebilir ve güvenilir bir enerji yönetimi için katkı 
sağlamaktadır.

PİLİN ŞARJ DURUMU

Lityum-iyon batarya yönetimi alanında, (How vd., 2020) çalışması, SOC 
(Şarj Durumu) tahminini iyileştirmek için çeşitli DNN modelleri ve öğrenme 
algoritmaları önermiştir. Bu modeller farklı sayıda gizli katman içermektedir 
ve sonuçlar, daha fazla katman eklemenin hata oranını azalttığını ve elekt-
rikli araç uygulamaları için daha iyi SOC tahminleri sağladığını göstermek-
tedir. Ayrıca, SOC tahmini için başka bir DNN tabanlı yaklaşım, (Chemali 
vd., 2018) tarafından geliştirilmiştir. Bu yaklaşımda, lityum-iyon bataryadan 
eğitim verileri, çeşitli ortam sıcaklıklarında sürüş döngüsü yükleri uygulana-
rak elde edilir. Bu yöntem, farklı sıcaklık koşullarında daha doğru tahminler 
sunar.

Lityum-iyon bataryaların aşırı şarj ve aşırı deşarjdan korunması için, 
(Zhao vd., 2019) çalışmasında DNN tabanlı bir SOC gözlemci tasarımı su-
nulmuştur. Bu yaklaşım, SOC tahmini için orijinal modele göre daha hızlı 
yakınsama hızları ve daha yüksek hassasiyet sağlar. Ayrıca, sadece 10 daki-
kalık şarj voltajı ve akım verilerini giriş olarak kullanan başka bir DNN ta-
banlı SOC tahmin yöntemi de (Tian vd., 2021) tarafından incelenmiştir. Bu 
yöntem, daha az hata oranıyla hızlı ve doğru SOC tahminleri sunar ve SOC 
tahmini kalibrasyonunda amper-saat sayım yöntemi için iyi bir adaydır.

(Hu vd., 2022) çalışması, DNN’i LiFePO4 bataryaların şarj süreci sıra-
sında SOC tahmini için uygulamıştır. Eğitim verileri, beş son teknoloji şarj 
protokolünden elde edilmiş ve sonuçlar, %2.5 hata oranı ve 0.8 RMS hata ile 
başarılı bir SOC tahmini göstermiştir.

Lityum-iyon batarya yönetimi alanındaki başka bir çalışma, (Mu ve 
Wang, 2021) tarafından yapılmıştır ve bu çalışmada DNN modelleri, line-
er regresyon ve backpropagation sinir ağı modelleri ile SOC tahmininde bir 
araya getirilmiştir. Eğitim verileri, Gelişmiş Enerji Depolama ve Uygulama-
lar Grubu’ndan elde edilmiş ve sonuçlar, şarj ve deşarj dönemleri boyunca 
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sıradan BPNN modeline göre daha düşük kök ortalama kare hatası, ortalama 
mutlak oransal hata ve SOC tahmin hatası göstermiştir.

Ayrıca, (Ma vd., 2021) çalışması, LSTM DNN kullanarak SOC ve enerji 
durumu (SOE) için tahmin algoritmasını aynı anda geliştirmiştir. Bu yak-
laşım, destek vektör regresyon, rastgele orman ve basit tekrarlayan sinir ağı 
ile karşılaştırıldığında daha yüksek doğruluk ve sağlamlık elde etmiştir. (Ee 
vd., 2021) tarafından yapılan çalışmada ise SOC tahmini için DNN kullanı-
larak elektriksel olmayan parametreler de dikkate alınmış ve bu sayede SOC 
tahmin performansını etkileyen FBG sinyal kalitesinin arttığı gösterilmiştir.

Bunun yanı sıra, (Savargaonkar ve Chehade, 2020, Savargaonkar vd., 
2020) çalışmalarında, DNN kullanarak geçmiş döngü bilgilerini kullanan 
adaptif bir model önerilmiştir ve bu sayede doğru SOC tahmini sağlanmış-
tır. (Tian vd., 2021) tarafından geliştirilen bir DNN modeli ise şarj eğrilerini 
tamamlamak için eğrinin küçük bölümlerini giriş olarak kullanır ve bu saye-
de farklı koşullar altında çalışan piller için eğri tahmini geliştirilmiştir. Son 
olarak, (Messing vd., 2020) çalışmasında DNN, Elektrokimyasal Empedans 
Spektroskopisi ile birleştirilerek batarya SOC tahmini için kullanılmış ve her 
iki ağın da SOC için kök ortalama kare hatası %5’in altında olmuştur. 

Bu tür çalışmalar, DNN tabanlı SOC tahmininin lityum-iyon bataryala-
rın yönetimindeki etkinliğini ve doğruluğunu artırmak için çeşitli yöntem-
lerin başarıyla uygulandığını göstermektedir. SOC tahmini, enerji depolama 
ve elektrikli araç gibi uygulamalarda önemli bir rol oynamaktadır ve bu tür 
araştırmalar, daha sürdürülebilir ve verimli enerji sistemlerinin geliştirilme-
sine katkı sağlamaktadır. Gelecekteki çalışmalar, DNN tabanlı SOC tahmi-
ninde daha gelişmiş yöntemlerin ve daha kapsamlı veri setlerinin kullanıl-
masını ve bu alanda yapılan araştırmaların uygulama düzeyindeki etkisini 
artırmayı amaçlayabilir.

PİLİN KALAN KULLANIM ÖMRÜ

DNN algoritmaları, son yıllarda RUL (Kalan Ömür Tahmini) ve Kalan 
Kapasite Tahmini gibi önemli alanlarda büyük ilgi çekmiş ve umut verici so-
nuçlar elde edilmiştir. RUL tahmini, özellikle endüstriyel makineler, elekt-
rikli araçlar ve bataryalar gibi uzun ömürlü ürünlerin bakım ve kullanım yö-
netiminde kritik bir rol oynamaktadır. Bu nedenle, bu alanlarda daha doğru 
ve güvenilir RUL tahmin yöntemleri geliştirme çabaları önem kazanmıştır.

Birçok araştırma, DNN algoritmalarının RUL tahmini için etkili bir 
yöntem olduğunu ortaya koymuştur. Bu bağlamda, (Ren vd., 2018) çalışması, 
otomatik kodlayıcıların kullanımını içeren özgün bir yöntem sunmaktadır. 
Otomatik kodlayıcı, veri kümesini otomatik olarak kodlar ve anlamlı özellik-
ler çıkarır. Ardından, bu kodlanmış veriler kullanılarak DNN, sistemin kalan 
ömrünü tahmin etmek için eğitilir. Böylece, elde edilen çok boyutlu özellik-
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ler, RUL tahminlerinin doğruluğunu ve hassasiyetini artırabilir.

RUL tahmininde DNN algoritmalarının etkinliğini değerlendiren bir 
diğer çalışma ise (Khumprom ve Yodo, 2019) tarafından yapılmıştır. Bu ça-
lışmada, DNN, SVM, k-NN, ANN ve LR gibi farklı makine öğrenmesi algo-
ritmalarıyla karşılaştırılmıştır. Sonuçlar, DNN’nin diğer algoritmalarla kar-
şılaştırıldığında daha iyi performans gösterdiğini ve RUL tahmininde daha 
doğru sonuçlar verdiğini göstermiştir.

Bataryalar gibi enerji depolama sistemlerinin ömrünü tahmin etmek de 
büyük önem taşır. Bu bağlamda, (Venugopal vd., 2021) çalışması, aynı do-
nanım platformunda SOH tahmini ve RUL tahmini için uzun kısa dönem 
bellekli sinir ağı (LSTM) modeli kullanarak gerçek zamanlı RUL tahmini 
yapmaktadır. Bu yaklaşım, enerji depolama sistemlerinin etkin bir şekilde 
yönetilmesine ve bakım süreçlerinin optimize edilmesine katkı sağlayabilir.

Geleneksel DNN yaklaşımlarının yanı sıra, hibrit DNN tekniklerinin de 
RUL tahmininde başarıyla kullanıldığı görülmektedir. Örneğin, (Kara, 2021) 
çalışması, CNN, LSTM ve geleneksel sinir ağlarını birleştiren yeni bir hibrit 
DNN yaklaşımı önermektedir. Bu yaklaşım, farklı özellik türlerini bir araya 
getirerek daha kapsamlı ve kapsayıcı bir RUL tahmini elde etmeyi hedefle-
mektedir.

Bir diğer önemli çalışma, (Lee vd., 2021) tarafından yapılmıştır. Bu çalış-
ma, bataryaların ömrü boyunca uzun şarj/deşarj döngüleri nedeniyle kapasi-
te azalmasının istatistiksel olarak analizini yapmış ve bu bilgileri kullanarak 
DNN algoritmasını RUL tahmini için kullanmıştır. Bu şekilde, bataryaların 
ömrü boyunca meydana gelen kapasite azalmasının etkili bir şekilde tahmin 
edilmesi sağlanabilir.

Ayrıca, (Qiao vd., 2020) çalışması, empirik mod ayrıştırma yöntemini 
kullanarak bataryanın deşarj edilebilir kapasitesini iki kategoriye ayırmıştır: 
global bozulma trendi ve kapasite yenileme. DNN, global bozulma trendini 
tahmin etmek için kullanılırken, LSTM diğer ayrıştırmayı ele almak için kul-
lanılmaktadır. Böylece, bataryanın RUL tahmini, deşarj edilebilir kapasitesi-
nin bu iki ayrı bileşeninin birleştirilmesiyle elde edilir.

Son zamanlardaki çalışmalarda, DNN algoritmalarının lityum-iyon 
pillerin RUL tahminindeki potansiyeli dikkat çekmektedir. (Ma vd., 2020) 
çalışmasında önerilen bir yöntem, RUL tahmini için DNN tabanlı transfer 
öğrenmeyi kullanır. Bu yöntem, hedef bataryaya en yakın geçmiş test veri-
lerine sahip referans bir pil seçerken ortalama Öklidyen mesafesini (AED) 
kullanarak, hedef bataryanın performansının en yakın olduğu pili belirler. 
Ardından, bu seçilen veri kullanılarak yığılmış gürültü giderici otomatik 
kodlayıcıya (SDA) dayalı tahmin modeli eğitilir ve hedef bataryanın RUL’ünü 
tahmin etmek için kullanılır.
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Geliştirilen bu DNN tabanlı RUL tahmini yöntemi, lityum-iyon pillerin 
kullanım ömrü boyunca performans degradasyonunu tahmin etmek için ol-
dukça etkili ve verimli bir yaklaşım sunmaktadır. DNN algoritmaları, büyük 
miktarda veri üzerinde karmaşık ve yüksek boyutlu özellikleri etkin bir şekil-
de öğrenme yeteneğine sahip olduğu için, bu tür pil tahmin problemlerinin 
çözümünde özellikle avantajlıdır.

Transfer öğrenme yaklaşımı, daha fazla etiketli veriye ihtiyaç duyulan 
geleneksel derin öğrenme yöntemlerine göre, daha sınırlı miktarda etiketli 
veriyle de iyi sonuçlar elde etmeyi mümkün kılar. AED kullanarak uygun bir 
referans pilin seçilmesi, tahmin modelinin doğruluğunu artırır ve hedef ba-
taryanın benzer geçmiş performans verilerini kullanarak daha güvenilir RUL 
tahminleri yapılmasını sağlar.

Bu tür ileri düzey DNN tabanlı RUL tahmin yöntemleri, endüstriyel uy-
gulamalarda bakım süreçlerini optimize etmeye, enerji depolama sistemle-
rinin verimliliğini artırmaya ve aynı zamanda ekonomik ve çevresel açıdan 
sürdürülebilir bir enerji yönetimi stratejisi geliştirmeye yönelik önemli bir 
adım sunmaktadır.

Gelecekteki çalışmalar, DNN algoritmalarının RUL tahminindeki per-
formansını daha da geliştirmek için farklı mimari ve özellik çıkarım teknik-
lerinin incelenmesine odaklanabilir. Aynı zamanda, farklı pil tipleri, çevresel 
koşullar ve kullanım senaryolarına göre bu yöntemlerin genelleştirilebilir-
liğini artırmak için daha çeşitli veri kümeleri kullanılabilir. Bu sayede, lit-
yum-iyon pillerin güvenilir ve doğru RUL tahminleriyle daha uzun ömürlü 
ve verimli kullanımı desteklenerek, ileri teknolojiyle donatılmış uygulama-
larda daha sürdürülebilir bir geleceğe katkı sağlanabilir.

LIB RUL tahmininde DNN tabanlı daha birçok farklı çalışma bulunmak-
tadır. Bu çalışmalardan biri olan (Hong vd., 2020) tarafından yapılan araştır-
ma, kısa vadeli veriler kullanarak LIB’lerin RUL tahminini gerçekleştirmek 
için DNN tabanlı bir end-to-end derin öğrenme sistemi sunmaktadır. Bu yak-
laşım, LIB’lerin ömrünü tahmin etmek için gereken bilgileri tamamen DNN 
üzerinden öğrenir ve bu sayede daha etkili ve hızlı bir RUL tahmini sağlar.

Benzer şekilde, (Lee vd., 2021) çalışmasında ise iki farklı DNN kullanıla-
rak LIB’lerin RUL tahmini yapılmaktadır. Bu iki DNN’den biri, kapasite za-
yıflamasına neden olan empedans zayıflamasındaki istatistiksel analizi ger-
çekleştirir. Özellikle, bozulma derecesinin artmasıyla ortaya çıkan empedans 
zayıflamasını inceleyerek, bataryanın kapasitesindeki azalmayı tahmin eder. 
Diğer DNN ise kapasite zayıflama trendini tahmin ederek RUL tahmininin 
doğruluğunu artırmayı hedefler.

Bu tür DNN tabanlı RUL tahmini yöntemleri, LIB’lerin yaşlanma sü-
reçlerinin daha iyi anlaşılmasına ve bakım süreçlerinin daha etkili bir şe-
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kilde yönetilmesine olanak tanır. DNN algoritmalarının derin ve karmaşık 
öğrenme yetenekleri sayesinde, bataryanın performansıyla ilgili çok çeşitli 
faktörlerin analiz edilmesi ve RUL tahminine katkı sağlayan önemli bilgile-
rin çıkarılması mümkün olur. 

Bu tür çalışmaların amacı, özellikle uzun ömürlü ve güvenilir enerji de-
polama sistemlerine olan ihtiyacın arttığı günümüzde, LIB’lerin daha etkin 
bir şekilde kullanılmasını sağlamaktır. RUL tahmininin doğruluğu, enerji 
depolama sistemlerinin bakım maliyetlerini azaltabilir ve performanslarını 
artırabilir. Ayrıca, enerji yönetimi ve sürdürülebilirlik alanında da büyük 
önem taşıyan bu çalışmalar, gelecekteki yenilikçi enerji teknolojilerinin ge-
liştirilmesine katkıda bulunarak, daha temiz ve verimli enerji kaynaklarının 
kullanımını teşvik edebilir.

Sonuç olarak, DNN tabanlı RUL tahmini çalışmaları, lityum iyon batar-
yaların daha iyi anlaşılması ve performanslarının artırılması için önemli bir 
adım olarak öne çıkmaktadır. DNN algoritmaları, RUL tahmininde büyük 
potansiyele sahip olan etkili bir yaklaşım olarak ön plana çıkmaktadır. Hem 
geleneksel DNN yöntemleri hem de hibrit DNN teknikleri, çok boyutlu ve 
non-lineer özellikleri yakalayarak daha doğru ve güvenilir RUL tahminleri 
sağlamada önemli bir rol oynamaktadır. Bu çalışmalar, endüstriyel ekipman-
ların bakımını optimize etmek ve enerji depolama sistemlerinin verimliliğini 
artırmak gibi önemli uygulamalarda kullanılacak daha gelişmiş RUL tahmin 
yöntemlerinin geliştirilmesine katkıda bulunmaktadır.

TARTIŞMALAR VE BULGULAR

Bu bölümde DNN tabanlı BMS durum tahminleri için yapılan çalışma-
ların genel bir özetini sunuyoruz. Bölüm 3, 4 ve 5’te sunulan çalışmalarda 
kullanılan pil yapısını, kullanılan veritabanlarını, kullanılan sinyalleri, pil 
şarj-deşarj döngülerini, test metodlarını ve hata metrik tipini ve değerlerini 
Tablo 2’de oranlayarak sunmaktayız.

Tablo incelendiğinde tahminler kısmında bilindik batarya durum tah-
minlerini (SOH, SOC ve RUL) yukarıda saydığımız kategorilerde ayırarak 
derin bir inceleme yaptık. Her üç batarya durum tahminlerinde NMC tip-
li bataryaların yoğun olarak kullanıldığı gözlemlenmiştir. Bunun en büyük 
nedenlerinden birisi tabiki de ulaşımın kolay olması ve piyasada yaygın ola-
rak kullanılıyor olmasıdır. Kullanılan veritabanı olarak ise açık kaynak olma 
özelliğinden dolayı NASA veritabanı kullanımının yaygın olduğu görülüyor. 
Çalışmalarda kullanılan “ölçüm sinyalleri” olarak adlandırılan parametrede 
her ne kadar çeşitlilik gösterse de voltaj (V), akım (I) ve sıcaklık (T) çoğun-
lukla kullanılan parametrelerdir.

Şarj-deşarj döngüleri çalışmaların kullanım amacına göre farklılık gös-
terebilir. Genel bir aralık verdiğimiz de ise minimum 90 cycle ve maximum 
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2000 cycle yapan çalışmalar batarya durum tahminine göre değişebiliyor. 
Test metodlarında ağırlıklı olarak validation method kullanılırken RUL tah-
minlerinde cross-validation kullanan çalışmalar da iyi bir orana sahip oldu-
ğu gözlendi. Çalışmalarda kullanılan hata hesaplama için çok farklı ölçümler 
kullanılmıştır. Bunlardan RMSE her üç tahmin durumlarında da ortak ola-
rak kullanılan hata ölçümü olarak görünmektedir.

Tablo 2: BMS durumlarının tahmini için DNN tabanlı yöntemlerin analizinin 
karşılaştırılması

SONUÇ

Bu çalışmanın sonuçları, lityum-iyon piller için DNN temelli yöntem-
lerin, BMS için güçlü ve etkili bir yaklaşım olduğunu göstermektedir. SOH, 
SOC, RUL ve FOD gibi önemli pil parametrelerinin doğru tahmin edilmesi, 
lityum-iyon pillerin güvenli ve verimli bir şekilde kullanılmasını sağlamada 
kritik bir rol oynamaktadır.

Çalışmanın detaylı analizi, farklı DNN yöntemlerinin performansını ve 
etkinliğini karşılaştırmalı olarak ortaya koymaktadır. Bu, gelecekteki araştır-
macılara ve endüstri uzmanlarına, daha ileri düzeyde BMS teknolojileri ve pil 
yönetimi stratejileri geliştirme konusunda yol gösterici olacaktır.

Özellikle enerji depolama, elektrikli araçlar ve taşınabilir elektronik ci-
hazlar gibi çeşitli sektörlerdeki kullanımıyla lityum-iyon pillerin güvenlik so-
runlarına karşı dikkatli bir yönetim gereklidir. Bu çalışmanın sağladığı kap-
samlı analiz, BMS uygulamalarındaki eksiklikleri belirleyerek bu alanlardaki 
potansiyel riskleri azaltmaya yardımcı olacaktır.

Sonuç olarak, bu çalışma, lityum-iyon pillerin durumunu tahmin etmek 
için DNN tabanlı yöntemlerin önemini vurgulamakta ve bu alandaki ileri 
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araştırmaların önünü açmaktadır. Bu çalışma, lityum-iyon piller için güvenli 
ve verimli bir pil yönetimi stratejileri geliştirmeye yönelik araştırmacılara de-
ğerli bilgiler sunmaktadır. Bu sayede, lityum-iyon pillerin yaygın kullanıldığı 
sektörlerde daha güvenli ve etkili enerji depolama çözümleri sağlanabilir.
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